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Abstract
This paper proposes a method, which reduces the 
image classification time and maintains the 
classification performance above an acceptable 
threshold by using Convolutional Neural Network 
(CNN). A hybrid model called Discrete Wavelet 
Transform - Singular Value Decomposition based 
Perceptual Hash Convolutional Neural Network 
(DWT-SVD-PH-CNN) is proposed by using a 
perceptual hash function together with CNN to reduce 
the classification time. The most important feature of 
perceptual hash functions is to obtain the salient 
features of images. First, DWT-SVD based perceptual 
hash function is applied to images for obtaining 
salient features. Then, images making up of salient 
features, are produced in 32x32 format and given as 
inputs to CNN, where Support Vector Machine (SVM) 
is used to classify the images. In this paper, the DWT-
SVD-PH-CNN method is applied to Caltech 101 
image database. Experimental results show that the 
proposed DWT-SVD-PH-CNN method has a high 
accuracy, about 95.8 %. Moreover, this method 
reduces the execution time from 241.21 seconds to 
83.08 seconds compared to the classical method. 
Thus, the experimental results show that the proposed 
DWT-SVD-PH-CNN method performs much faster 
than classical CNN by maintaining the image 
classification accuracy high.   
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1.
Son

alan haline Klasik olarak özelliklerin 

Ölçek  [1], 
Gabor özellikler [2] ve yerel ikili modeli (LBP)’dir 

sonuçlar elde edilebilmektedir. Bu yöntemlerin 

-6]. 

[7-12]. Derin sinir 

[13].  
-

[17] gibi kategorilere

ESA, imge 

yöntemlere göre üstün performans gösterir. 

azaltan çok boyutlu renkli imgeleri indirgeyerek 
belirgin özellikleri elde etmemi

özet 

1 -ADD-

2 -

renkli imge 32x32 boyutundaki gri imgelere 

3-

y

Makalenin 2. bölümü, ADD-

ADD-TDA-E

6. bölümde ise elde edilen bu sonuçlar

2.

problem; 

allat ve 

mod operatörü ve ortalama operatörü 
Zeng ve ark. [22] , tensör nesne 

(MLDANet) Li ve 
ark.

-
Son olarak, Chan ve ark.
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ve ark. [

Gan ve ark. [26] 
için GENet'i ( derin grafik gömme 

GENet, grafik gömme çerçevesini 
 Qin ve 

ark. [27] kombine PCANet'i uzaysal piramit havuzu 

Zhao ve ark. [29], çok düzeyli bir 

gösterimi için çok seviyeli modifiye sonlu Radon 
Zeng ve 

ark.

3. ADD-
Fonksiyonu

kimliklendirme, imge indeksleme, imge kopyalama 

ve imgeyi kimliklendirebilecek bir özet 
-33]. 

liklerini elde 

interpolasyon uygulanarak imge yeniden 
ye

-

x

= 0.2989 + 0.5870 + 0.1141= (: , : ,1), = (: , : ,2), = (: , : ,3)
2 boyutlu 2 seviyede ADD uygulanarak LL2 

[    ] = 2( , )[ 2 2 2 2] = 2( , )
olarak kaydedilir.

2 : , : = 00 =, =
i={1,2,…,W},j={1,2,…,H},k={1,2,…W/2},l={1,2,…,H/2} 

Pmax elde edilir.
PH matrisi normalize edilerek öz

elde edilir.

= ( (2 1))
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-1.

sözde kodu.
Im, w x h 

2: Denkleme göre gri ’ye çevir;
3: [m n]=size(LL2);
4: row=0;
5: for i=1 to m step by 2 do
6:     col=0;
7:     for j=1 to n step by 2 do
8:  [U S V]=SVD(LL2(i:i+1,j:j+1));
9:    ph(row+1,col+1)=S(1,1);
10:        col=col+1;
11:   endfor
12:   row=row+1;
13: endfor
14: = ( (2 1))

Bu makalede 256 x 256 x 3 boyutundaki bir imgeden 

ve önerilen yöntemle her bir imge için 32 x 32 x 8 

mak

4.

3.1.

(veya çekirdekler) örnek verilirse; burada n imge 
boyutundan (m) daha küçüktür, q ise ka

önemlidir. 

gizli katmanda
verir. Gizli katmandaki nöronlar tamamen 

-2:

miktar, kl
bir problemdir.  Fakat 227x227x3 boyutundaki bir 
imgede, gizli katmanda 227 * 227 * 3 = 154578 

3.1.1.
–

(Convolution) - 
(Rectified Linear Unit (ReLU)) –Pooling - 

ReLU:

yijk = max{0,xijk} (1)
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Pooling:

gösterilen maksimum pooling’dir. 

yijk = max{yi’j’k’: (2) 

Her katmandan sonra özellik 

227x227x3 boyutlu imgeler tek katmandan sonra 

Boyutöh= = _  + 1  (3) 

aki gibidir.

doldurma (padding) 0. 

-11)/4 
+ 1 = 55 elde ederiz. Bu sonuç ilk katmandan sonra 

için 55x55x96 boyutunda bir özellik kümesi elde 
Çizelge-2’deki 

gibidir.

.

Çizelge-1:

1
4] ve padding [0 0].

2 Maks 
Pooling

3x3 maks pooling, stride [2 
2] ve padding [0 0].

3 [1 
1] ve padding [2 2].

4 Maks 
Pooling

3x3 maks pooling, stride [2 
2] ve padding [0 0].

5
[1 1] ve padding [1 1].

6
[1 1] ve padding [1 1].

7
[1 1] ve padding [1 1].

8 Maks 
Pooling

3x3 maks pooling, stride [2 
2] ve padding [0 0].

9
Katman

Öznitelikler

5. Önerilen ADD-TDA-ESA yöntemi
Bu makalede, ADD-

sonra ham imgelerden belirgin özelliklerin 

ADD- -101 veri 

yüzler, gitarlar, evler, motosikletler) toplam   3150 

fonksiyonunun sonucu olarak 32x32 boyutundaki 

Önerilen ADD-TDA-ESA yöntemi, derin 

Alexnet’in ESA mimarisinde bulunan ve birbirlerini 
Daha 

sonra bu katmanlardan elde edilen ve her bir imgeye 
ait 4096 öznitelik, destek vektör makinesine verilerek 

 Önerilen yöntem -3'te 
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Veri Seti; Caltech-
-Fei ve 

makalede, ADD-TDA-ESA yöntemi; Caltech-101 

motosikletlerde
-TDA-ESA yönteminde 

ekil-4 ve 

ekil-4:

-5:
edilen imgeler.

-3: Önerilen ESA mimarisi
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6. Deneysel Sonuçlar
Önerilen ADD-TDA-ESA  yöntemi, 
Intel Core i7 - 

bir dizüstü bilgisayarda 

MATLAB R2016a’da MatConvnet 

Caltech-

28

 %96,1, 
,21 saniyedir. 

Her imgenin 32 x
özellikleri ADD-

, ,08 saniyedir. 
Çizelge-3’te

ekil-

Çizelge-3: 

Yöntemler (%)
Yürütme 
Süreleri

Klasik ESA 96,1 241,21 saniye
ADD-TDA-ESA 95,8 83,08 saniye

-6:

-7: 

7.

-TDA-ESA yöntemi, 

Bu

-
ADD-TDA-

güçlü özellikleri sayesinde, 32x32 
boyutundaki küçük imgeler, Caltech-

irken 

Önerilen yöntem

sürelerini
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