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ABSTRACT

Keywords: Educational data Studies on academic performance prediction, a sub-branch of Educational Data Mining, have
mining, imbalanced da'tas'et, increased in recent years. Educational datasets in real environments often have class
multiclass dataset, prediction imbalanced and multi-class target variables. However, studies with these datasets are very

few. In this context, in this study, with the ethical no decision of 23.05.2022-286783, using
the data set of Marmara University (MU) Faculty of Technology (TF) students, a student

a* Marmara University,
Institute For Graduate Studies In Pure

and Applied Sciences, graduation status estimation was made with the multiclass imbalanced educational dataset

Department of Computer Engineering to identify the students at risk. 1394 samples and 11 features were obtained through data
34730 - Istanbul, Tiirkiye preprocessing and feature selection (FS) stages. 153 students belonging to 2016 were used

Orcid: 0000-0003-2411-4937 for robustness control. 3 different datasets containing 11, 7 and 5 features obtained with 7

e mail: esra@marmara.edu.tr different FS were created. Using 9 different sampling methods and 16 different machine

learning algorithms, 750 different models were created. Models were checked for
robustness. F1 Score and Repeated Stratified 5*5 fold-CV were used as success criteria.
Hyperparameter settings were made with GridSearchCV. As a result, although ROS+RF was

b Marmara University,
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34730 - [stanbul, Tiirkiye the most successful algorithm with an F1 Score of 0.9935, the most successful and most
Orcid: 0000-0003-3875-1793 consistent models were the 7-featured None+ET, None+MLP, None+Bagging DT and
None+RF models. With these models, the decision support system web application was

¢Marmara University, developed and presented to MU TF faculty members.
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Egitimsel Veri Madenciliginin alt dali olan akademik performans tahminiyle ilgili
calismalarin son yillarda attign goriildii. Gergek ortamlarda egitimsel veri kiimeleri
cogunlukla simif dengesizligine ve ¢ok sinifli hedef degiskene sahip oldugu ancak bu veri
kiimesi ile yapilan ¢alismalarin literatiirde az oldugu gorildii. Bu baglamda, bu calismada,
23.05.2022-286783 etik no karari ile Marmara Universitesi (MU) Teknoloji Fakiiltesi (TF)
ogrencilerine ait veri seti kullanilarak, cok sinifli dengesiz egitimsel veri kiimesiyle, riskli
ogrencileri tespit etmek icin 6grenci mezuniyet durum tahmini yapildi. Veri 6n isleme ve
ozellik secimi (FS) asamalariyla 1394 6rneklem ve 11 6zellik elde edildi. 2016 yilina ait 153
6grenci saglamlik kontrolii i¢in kullanildi. 7 farkli FS ile elde edilen 11, 7 ve 5 6zellik igeren
3 farkl veri kiimesi olusturuldu. 9 farkli 6rnekleme yontemi ve 16 farkli makine 6grenmesi
algoritmasi kullanilarak birbirinden farkli 750 model olusturuldu. Modellere saglamlik
kontrolii yapildi. Basari 6l¢iitii olarak F1 Score ve Repeated Stratified 5*5 fold-CV kullanildi.
Hiper parametre ayarlar1 GridSearchCV ile yapildi. Sonug¢ olarak RandomOverSampler +

Anahtar Kelimeler: Egitimsel RandomForest F1 Score 0.9935 degeriyle en basarili algoritma olmasina ragmen, en basaril

Veri Madenciligi, Dengesiz Veri ve en tutarli modeller 7 6zellikli, None+ET, None+MLP, None+Bagging DT ve None+RF
Kiimesi, Cok Sinifli Veri Kiimesi, modelleri oldu. Bu modellerle karar destek sistemi web uygulamasi gelistirilerek MU TF
Tahmin 6gretim tiyelerine sunuldu
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1. Giri§ (Introduction)

“Yiiksekogretimin amaci, 68rencileri, ilgi ve yetenekleri yoniinde yurt kalkinmasina ve ihtiyaglarina
cevap verecek, ayn1 zamanda kendi gecim ve mutlulugunu saglayacak bir meslegin bilgi, beceri,
davranis ve genel kiltiiriine sahip, vatandaslar olarak yetistirmektir.” [Yiiksek6gretim Kanunu. Madde
4/a/7][1]. Bu baglamda, 6grencilerin dogru meslek se¢gmesi, akademik performansinin gelistirilmesi,
iyilestirilmesi ve takibinin yapilmasi cok 6nemlidir. Béliimii birakma ihtimali olan 68rencileri 6nceden
tespit etmek, ihtiyaclarini gidermek, 6grencilere basarisinin artmasi yoniinde destek vermek ve
okudugu béliime geri kazandirmak yliksekdgretimin amaglarindandir. Yanlis b6liim se¢iminden dolay1
bolimii birakma ihtimali olan 6grencilerin 6nceden tespit edilerek, dogru meslege heniiz
yiiksekodgretime baslamadan yonlendirilmesi ise hem 6grencinin hem ytliksekgretimin hem de tilkenin
lehinedir.

“Egitim teknolojisini liretmek, gelistirmek, kullanmak, yayginlastirmak Yiiksekégretim Kurumlarinin
gorevlerindendir.” [Yiiksekogretim Kanunu. Madde 12/h][1]. Egitim Teknolojisi, egitimde performans
artisini saglamak icin teknolojinin egitim alaninda kullanilmasidir [2]. Son yillarda, egitim alaninda
kullanilan Egitsel Veri Madenciligi (Educational Data Mining -EDM) ydntemi kullaniminda artis vardir.
Uluslararasi Egitim Veri Madenciligi Dernegi, EDM’yi, “egitim ortamlarindan gelen benzersiz ve giderek
daha biyiik 6lcekli verileri kesfetmek icin yontemler gelistirmek ve bu yontemleri 6grencileri ve icinde
ogrendikleri ortamlar1 daha iyi anlamak icin kullanmakla ilgilenen, gelismekte olan bir disiplindir.”
seklinde tanimlar [3]. EDM ydntemi, egitim verilerini analiz ederek, makine 6grenme yontemleri ile

0grenme deneyimini ve kurumsal etkinligi gelistirmek i¢cin modeller gelistirir.

EDM kullanarak gelistirilen modelin basarisi, bircok kritere baghdir. Makine 6grenmesi algoritmalarini
segmeden once kullanilacak verinin dogru analiz edilmesi biiyiik énem tasir. Bu nedenle egitim
verilerinin biiyiikligi, karmasikligl goz oniine alindiginda, egitim verisinin 6n islem asamasinda ¢ok
iyi organize edilmesi gerekir. Ayrica veri kiimesindeki hedef degiskene ait sinif dagilimindaki oranlar
arasinda biiyiik farklar varsa, veri kiimesinde dengesizlik olusur [4]. Bu tiir veri kiimelerine dengesiz
(imbalanced)(ID) veri kiimesi denir. Veri kiimesinde bu sekilde sinif dengesizligi probleminin olmasi
model basarisinda oldukga etkilidir. Cok kii¢iik oranda bulunan sinif, azinlik sinif olarak adlandirilir.
Gergek yasam verilerinde, genellikle azinlik sinifi daha énemlidir ve azinlik sinifina ait verinin taninma
oranini iyilestirmek icin farkli yontemler uygulanir [5]. Ciinkii ¢ogu siniflandirma algoritmasinin
O0grenme siireci cogunlukla ¢ogunluk sinifi 6rneklerine karsi ényargilidir, yani azinlik sinifina ait
olanlar modelleme siirecinde dogru sekilde modellenemez [6]. Bu problemi ¢6zmek ve azinlik sinifina
ait olan verinin de siniflandirma dogrulugunu artirmak icin, veri diizeyinde yeniden 6rnekleme ve
algoritma diizeyinde modifiye edilmis 6grenme algoritmalari seklinde iki ana yaklasim vardir [7].

Veri kiimesindeki hedef degisken kategorik ve sayisal olabilir. Kategorik degiskenler,
siniflanabilir(nominal) ve siralanabilir(ordinal) seklinde; sayisal degiskenler ise kesikli ve siirekli
olarak ikiye ayrilirlar [8]. Bu sekilde kategorik degiskenlerden siniflanabilir veya siralanabilir olan
hedef degiskenler ikili ve ¢ok sinifli (multiclass) (MC) olarak ayrilir. Hedef degisken sayisal degerler
oldugunda “regresyon problemi”, ikili nominal sinifli degerler oldugunda “siniflandirma problemi” ve
¢ok simifli degerler oldugunda ise “cok smifli siniflandirma problemi (multiclass classification
problem)” olarak adlandirilir. Perceptron, Lojistik Regresyon ve Destek Vektér Makineleri gibi
siniflandirma algoritmalarinda en yaygin ayar yalnizca iki sinifi icerecek sekildedir, bu nedenle ¢ok
sinifli siniflandirmay1 dogal olarak desteklemez. Bu problemi ¢6zmek {izere tasarlanan ¢ok sinifl veri
kiimesini ikili smnifli veri kiimesine bolerek model olusturan One-vs-Rest ve One-vs-One seklinde
yaklagim vardir [9].

Bu calismada, Marmara Universitesi (MU) Ogrenci Isleri Daire Baskanligi (OIDB)'nin E-44174047-
730.03.01-286783 etik kurul karari ile MU Teknoloji Fakiiltesi (TF) mithendislik égrencilerine ait 319
Oznitelik ve 4023 6rneklem iceren veri kiimesi kullanildi. Cok sinifli dengesiz egitimsel veri kiimesi ile
makine 68renmesi yontemleri kullanarak 6grenci mezuniyet tahmini yapan karar destek sistemi
gelistirilmesi amaglandi.

Calismanin diger ¢alismalardan en 6nemli farki, veri kiimesinin hem c¢oklu simif hem de sinif
dengesizligi problemlerine sahip olan bir egitimsel veri kiimesi olmasidir. Literatiir Arastirmasi
boéliimiinde ayrintili bir sekilde agiklandigi ve Sekil 1.'de goriildiigi gibi ¢ok sinifli dengesiz egitimsel
veri kiimesi ile yapilan ¢alismalarin 2010-2011 yillarindan itibaren arttig1 goriildii. Bu baglamda, veri
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kiimesinin 6zgiin olmasi bu ¢aligmanin en énemli 6zgiinliigiidiir. Ek olarak, MU TF Ogretim Uyelerinin
kullanabilecegi bir karar destek sistemi web uygulamasi yapildi. Yontem olarak farkli makine
Ogrenmesi algoritmalari ve farkli érnekleme yontemleriyle modelleme yapilarak, farkli modellere ait
karsilastirmali sonuglarin elde edilmesi, literatiire farkli ¢6ziimler sunulmasi agisindan faydali olacagi

ongorildi.
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Sekil 1. Bilimsel veri kaynaklari ve EDM, MC ve ID disiplinlerindeki ¢alismalarin yillara gore dagilimi (Scientific data sources and
distribution of studies on disciplines EDM, MC and ID according to years)

1.1. Literatiir arastirmasi (Literature research)

Literatiir arastirmasi sirasinda, Sekil 2’den de anlasildig1 gibi EDM, ID ve MC disiplinleri ile ayr1 ayr1
yapilan ¢alismalarin 2000’1i yillardan 6nce bagladig1 goriildi. Son yillarda EDM, ID ve MC disiplinlerinin
ayni veri kiimesinde kullanildig1 ¢alismalarin sayisinin ise arttigi goriildii. Bu ¢alismalarin icinden ¢ok
sinifli ve dengesiz egitimsel veri kiimesi ile ilgili olanlarin 6zet bilgileri Tablo 1.’de gosterildi. Ayrica
yapilan bu ¢alismalarin ¢ogunlukla, liniversiteye kayit yaptirmis ve okudugu béliime ait ders notu olan
ogrencilerin performans tahmini tizerine oldugu goriildii. Diger yandan heniiz tniversite tercihinde
bulunmamis ve iiniversiteye yerlesmemis aday 6grencilerin ders notu, yariyil dénemi gibi akademik
bilgileri olmadigindan bu sekilde 6grenci performans tahminini yapan ¢alismanin yok denecek kadar
az oldugu goriildi. Yiiksekdgretim verilerinde ¢ok siifli ve dengesiz veri kiimesi problemi tespit edildi.
Mevcut ¢alismalar, dgrencilerin 6grenci performans tahminini gelistirmeye odaklansa da, ¢ok sinifli
dengesiz egitimsel veri kiimesi ile 6grenci performans tahmini lizerinde yapilan ¢alismalarin az oldugu
goriildii. Literatlirdeki bu boslugu doldurmak iizere, bu ¢alismada ¢ok sinifli ve dengesiz egitimsel veri
kiimesi tizerinde 6grenci performansini makine 6grenmesi algoritmalari ile tahminlenmesi ve bu
modeller kullanilarak gelistirilen bir karar destek sistemi web uygulamasi yapildi.
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Sekil 2. EDM, MC ve ID disiplinlerinde yapilan galismalarin yillara gére dagilimi (Distribution of studies on disciplines EDM, MC and ID
according to years)

Ozetlemek gerekirse, Tablo 1.’de ve Sekil 1’de belirtilen literatiir aragtirmasi sonuglari neticesinde bu
calismada, makine 6grenmesi algoritmalari ve érnekleme ydntemleri kullanilarak ¢ok simifli dengesiz
egitimsel veri kiimesi lizerinde mezuniyet tahmini yapan modeller olusturuldu ve en tutarli modeller
kullanilarak pilot bir karar destek sistemi web uygulamasi gelistirildi. Boylece, lniversiteye
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baslamadan, béliime kayit yaptirdiklari takdirde, sinifta kalma ihtimali, boliimii terk etme ihtimali olan
riskli 6grencilerin dénceden tahmin edilebilmesi ve bu &grencilerle ilgili iyilestirme g¢alismasinin
yapilmasina imkan sunuldu. Ozgiin ¢calismada 6nerilen yontemin literatiirde EDM disiplinine yeni bir
katki saglayacag diistiniildu.

Tablo 1. Literatlrde ¢ok sinifli ve dengesiz egitimsel veri kiimesi ile ilgili yapilan galismalar (Studies on multi-class and imbalanced
educational dataset in the literature)

No Veri Kiimesi  Orneklem  Ozellik Hedef  Makine Yeniden Cross Basari Sonug
Sayisi Sayisi Sinif Ogrenmesi  Ornekleme Validation Metrikleri
Sayisi Yontemleri (cv)
1 UCI Machine 403 5 3 SVM SMOTE - Accuracy, Basarili
[11] Learning Sensitivity,
Specificity,
G-mean
2 A university 1282 10 5 RF, DT, SVM, SMOTE 10 fold CV F Measure RF +
[12] NB, KNN, LR SMOTE en
basarili
3 Two 650 19 4 XGBoost, RF, Borderline Shuffle 5-fold Accuracy, RF +
[13] universities ve ve ve KNN, ANN, SMOTE, ROS, cv Recall, SVM
394 19 4 SVM, DT, LR, SMOTE, Precision, F1 ~ SMOTE en
NB SMOTE-ENN, Score basarili
SVMSMOTE,
SMOTETomek
4 Kaggle 480 16 3 Stacking, RF, SMOTE, 10-fold CV Accuracy, G- SMOTE +
[14] Kalboard 360 LR, KNN, DT, Borderline Mean RF %83 F1
LMS CART, SVM SMOTE, Score en
SMOTETomek basarili
5 A university 1334 43 7 RF, Boosting, 10-fold CV Accuracy, RF
[15] Bagging, NB, ROC
SVM, NN, LR,
KNN, DT C4.5
6 A university 101617 19 3 RF, Gradient SMOTE Holdout Accuracy Smote + RF
[16] Boost, %85.03
AdaBoost, accuracy
DT
7 A university 497 18 ? RF, ? 10 Fold CV precision, RF ve
[17] Adaboost, specificity, Adaboost
Stochastic recall, kappa  F-score
GBM, metrics,bala 66.67%
xgbTree, nced
ca5 accuracy, F-
score
8 Kaggle 480 16 3 LDA, LR, RT, SMOTE 5ve 10 Fold CV  confusion LR %86
[18] Kalboard 360 KNN, NB, matrix (CM),  accuracy
LMS SVM accuracy,
precision,
recall, Fl-
Score
9 A university 6882 15 3 Gradient SMOTE, ? ? MLP +
[19] Boost, Borderline Borderline
Adaboost, SMOTE, SMOTE en
RF, MLP SVMSMOTE basarili
ADASYN
10 Kaggle 480 16 3 Gradient RUS 10 Fold cVv CcMm, SMOTE +
[20] Kalboard 360 Boost, SVM, ROS Accuracy, PCA SVM
LMS KNN, CART, SMOTE AUC, Kappa, %94
MLP, LDA Precision, Accuracy
Recall en basarih

Bu baglamda ¢alismanin genel diizeni su sekilde organize edildi: Materyal ve Yontem béliimii altinda
ilk 6nce tasarlanan sistem mimarisi belirtildi. Veri setinin tanitimi ve iizerinde yapilan 6n isleme ve
ozellik secimiyle ilgili bilgiler materyal yontemi kisminda agiklandiktan sonra yéntem bolimiiniin
altinda kullanilan makine 6grenmesi algoritmalari ile tasarlanan sistem ve performans kriterleri ile
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elde edilen bulgular paylasildiktan sonra Karsilastirma boliimiinde, literatiirle ilgili karsilagtirma ve bu
calismadaki en basarili ve en tutarli sonuglarin karsilastirmasi yaparak, ¢alismanin giiglii ve zayif
yonleri ile gelistirilebilir yonleri belirtildi. “Web Uygulamas1” alt bashg1 altinda gelistirilen web
uygulamasi karar destek sistemi anlatildiktan sonra “Sonu¢” béliimiinde ¢alismayla ilgili ulasilan
sonuglar, oneriler ve gelecek ¢alismalara iligkin goriisler paylasildi.

2. Materyal ve Yontem (Material and Method)

Bu ¢alismada, veri analizine dayali makine dgrenmesi ile tahminleme modeli gelistirildi. Bunun igin
gerekli olan siiregler verinin temin edilmesi, verinin islenmesi ve makine 6grenmesi algoritmasi ile
modellenmesi seklinde yapildi. Bu baglamda, her siirecin verimini artiracak yazilimsal ve donanimsal
materyaller kullanildi. Calisma boyunca, MacBook Pro: 2.3Ghz Dual-Core Intel Core i5 donanimi ve
Python Jupyter ve WEKA yazilimlari kullanildi.

2.1. Veri kiimesi (Dataset)

Bu calismada, MU OIDB’nin E-16110545-302.08.01-2100040487 etik no karari ile MU TF miihendislik
ogrencilerine ait veri kiimesi kullanildi. Elde edilen veri kiimesinde 319 adet 6zellik ve 4023 adet
orneklem tespit edildi. Veri kiimesi iizerinde istatistiksel analizler yapildiginda TF’de Bilgisayar
Miihendisligi (Miih.), Elektrik-Elektronik Miih., Makine Miih., Mekatronik Miih., Metalurji ve Malzeme
Miih. ve Tekstil Miih. olmak iizere 6 boliim oldugu gorildii. Sekil 3'te TF béliimlerinin ilk 6grenci kayit
yili ve ilk 6grenci mezun yillar gosterildi.

B Agima Tarihi [l ik Mezun Tarihi
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Sekil 3. MU TF 2021 Subat ayina kadar béliimlere ait agilma ve mezun yillar1 (MU TF opening and graduation years of departments
until February 2021)

TF de bulunan 6 bsliimdeki toplam 4023 égrencinin mezuniyet durumlan “Aktif”, “Aktif Degil”, “Ilisigi
Kesilmis” ve “Mezun” seklinde oldugu goriildii ve bolimlere gére 6grenci mezuniyet durum dagilimlari
Sekil 4.’teki gibi gosterildi.

B Aktf [ Axtif Degil 1 llisigi Kesilmis [ Mezun
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Sekil 4. MU TF béliimlerine gore 6grenci ve 6grenci durum dagilimlari (Student and student status distributions according to MU TF
departments)
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Sekil 4 incelendiginde, “Mezun” durumda olan égrenci sayisinin 1480 iken, “ilisigi Kesilmis” durumda
olan 6grenci sayisinin 371 ve “Aktif Degil” durumda olan 6grenci sayisinin ise sadece 11 oldugu
goriildii. Bu baglamda toplam 4023 égrenciden sadece %9.2 si “ilisigi Kesilmis” durumda olan 6grenci
oldugu tespit edildi. Bu durumda mezuniyet durum dagilimlari arasindaki farkin ¢ok oldugu gorildi.
Bu nedenle bu veri setinin dengesiz bir veri seti oldugu belirlendi.

2.2.Veri 0n isleme (Data preprocessing)

MU TF 6grenci veri kiimesi Sekil 5’teki veri 6nisleme adimlari sirasiyla uygulandi. Oncelikle, mezuniyet
durumu bilinmeyen Aktif ve Aktif Degil durumundaki 2172 6grenci, OSYM verisi bos olan 401 égrenci
ile tiniversiteye kayitlanma sekli OSYM olmayan 56 6grenci, gereksiz érnekler oldugu icin veri
kiimesinden ¢ikarildi. Ozellik miithendisligi yontemleri ile gereksiz 6zellikler veri kiimesinden ¢ikarildi.
Daha sonra 6zellik ¢ikarimi ile kategorik 6zellikler islendi ve yeni dzellikler elde edildi. Eksik aykir1
degerler asamasinda bos olan degerler, ilgili 6zelligin ortalamasi ile giincellendi. U¢ degerler kontrol
edildi ve olmadig goriildii. Kategorik degiskenlerden bos olanlar Diger verisi ile giincellendi. One hot
encoding islemi ile veri kiimesi sayisallastirildi. Son olarak o6zellik 6lceklendirme yapildi ve 4023
ogrenciden, hedef degiskeni 1158 “Mezun”, 110 “Kaydi Silindi” ve 126 “Yatay Geg¢is / Program
Degisikligi” mezuniyet durumlarini iceren toplam 1394 6grenci elde edildi.

2.3. Ozellik secimi (Feature Selection)

Ham veri setinde bu calismanin amacina uygun olarak kullanilacak verileri iceren Ogrenci Bilgileri,
Ogrenci OSYM Bilgileri, 0SYM Detay, OSYM Lise, OSYM Lise 2014, Ogrenci Bilgiler Kalanlar ve il ilge
tablolar1 kullanildiginda, 6zellik sayisi, 319’den ilk olarak 81’e indirildi. Devaminda, Sekil 5’te belirtilen
“Gereksiz Ozellikler” asamasi uygulandi ve 6zellik sayis1 81’den 20’e indirildi.

Sekil 5'teki “Gereksiz Ozellikler” asamasindan sonra su ozellikler elde edildi: BirimAdi, Cinsiyet,
DogumYerill, DogumTarihi, KayitYili, Sinif, EgitimYariYili, Durum, MezuniyetTarihi, MezunGANO,
OgrenciDurumKodID, OsymKayitYili, LiseNotu, osymOkulTuru, YerPuaniSirasi, YerBolumTercihSirasi,
MtokOgrencisi, osymOkulBirincisi, KontenjanTuru, UniversiteYerlestirmeSirasi. Korelasyon haritasi
¢ikarild1 ve yiiksek korelasyona sahip 6zelliklerin oldugu goriildii. Bunlardan DogumTarihi, KayitYili,
MezuniyetTarihi, OsymKayitYili ile; Sinif, MezuniyetTarihi ve EgitimYariyih ile, MtokOgrencisi,
OsymKayitYili ile gibi 6zellikler birbiriyle korelasyonu yiiksek ciktigl icin birer tanesi birakilarak
ylksek korelasyonlu diger 6zellikler kaldirildi. “Eksik&Aykiri Degerler” asamasinda, bos olan degerler
giincellendi. Son durumda, veri 6n isleme asamalari tamamlandiginda bu ¢alismada kullanilan ve Tablo
2’de ayrintilari verilen 4023 6grenci ve 319 o6zellikten, toplam 1394 6grenci ve 11 6zellik elde edildi.

Data Preprocessing

Redundant §Redundant Feature Missing & Digitization Feature
Samples Features Extraction Outliers 9 Scale

* 4023 ogrenci * Tek bir gozlemi * DogumYeri, *Kategorik *Sirasiz kategorik ~ * Min-Max
verisinden, olan kolonlar, LiseOkulTuru, degiskenlerdeki degiskenler oldugu  Normalization
mezuniyet durumu KayitlanmaSekli bos degerlere icin One-Hot- yapildi.
bilinmeyen Aktif ve  * Cift kolonlar, gibi kategorik Diger atamasi Encoding yapildi.
Aktif Degil oOznitelikler, sinif yapildi. * Standardizasyon
durumunda olan * %75 ve lzeri sayilan ¢ok fazla yapildi.
2172 6grenci, verisi NULL olan oldugu igin *Sayisal

kolonlar, gruplanarak degiskenlerdeki
* OSYM sinavi ile azaltildi. bos degerlere,
Universiteye kayit ~ * Anlamsiz kolonlar MEAN -
yaptirmadig igin listeden ¢ikarild. * Cikti sinif degeri  ORTALAMA

Ozel Misafir
Ogrenciler
grubundaki 48
ogrenci ve Aftan
gelen 8 6grenci,

* OSYM verisi bos
olan 401 dgrenci

listeden ¢ikarildi.

Son durumda, 319
ozellikten
yukaridaki kosullari
saglamayan 22
ozellik segildi.

binary halden, ¢ok
sinifll degiskene
cevrildi. "Mezun",
"Kaydi Silindi" ve
"Yatay Gegis ile
Ayrildi" geklinde 3

sinifli hale getirildi.

atamasi yapildi.

*Ug degerler
(Outlier values)
kontrol edildi ve

olmadigi gorilda.

Sekil 5. Veri dnisleme asamalari ve yapilan islemler (Data preprocessing stages and operations)
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Tablo 2. Ozellik degerleri ve aciklamalar: (Feature values and descriptions)

Ozellik Tiir Degerler Toplam Ogrenci Aciklama
Sayis1

Birim Ad1 Kategorik Bilgisayar Miih 14 Ogrencilerin tercih ettigi
Elektrik-Elektronik Miih 178 bélimlerdir.
Makine Miith 365 Bilgisayar Miihendisligi mezun
Mekatronik Miih 355 vermedigi i¢in listeden ¢ikarild.
MetalurjiveMalzeme Miih 345
Tekstil Mith 137

Cinsiyet ikili (Boolean) Kadin: 0 316 Cinsiyet. Ogrencilerin cinsiyetleri.
Erkek: 1 1078

Dogum Yeri Kategorik Akdeniz 89 Ogrencilerin dogum yerleri,

Boélge Dogu Anadolu 185 bélgelere gore gruplandirilarak yeni
Ege 91 ozellik olusturuldu.
Giineydogu Anadolu 70
i¢ Anadolu 194
Karadeniz 393
Marmara 372

Lise Notu Sayisal 142 <= L.N. <= 500 Puan araligidir. Normalize edilerek 0

- 1 arahigina indirildi.

Lise Okul Turu Kategorik Anadolu Lisesi 533 Ogrencilerin kayitlanma sekilleri 39
Anadolu Meslek Lisesi 72 farkl tirdedir, gruplandirilarak yeni
Anadolu Ogretmen Lisesi 87 ozellik olusturuldu.
Anadolu Teknik Lisesi 242
Fen Lisesi 59
Imamhatip Lisesi 11
Meslek Lisesi 118
Normal Lise 111
Ozel Lise 69
Teknik Lise 92
0SYM Sayisal 15141<=Y.P.S.<=413695 Puan siralama. Normalize edilerek 0
Yerlestirme - 1 arahigina indirildi.
Sirasi
Tercih Sirasi Sayisal 1<=TS.<=28 Tercih sirasi. Normalize edilerek 0 -

1 arahigina indirildi.

Universite Sayisal 1<=UYS<=56 Universite yerlestirme sirasi.
Yerlestirme Normalize edilerek 0- 1 araligina
Sirasi indirildi.
Mtok Ogrencisi ikili (Boolean) Evet: 1 474 MTOK égrencisi mi?
Hayir: 0 920
Okul Birincisi mi ikili (Boolean) Evet: 1 55 Okul Birincisi mi? Ogrencilerin
Hayir: 0 1339 liseden birincilikle mi mezun

oldugunu goésteren ozellik

Mezuniyet Kategorik Kayd: silindi 110 Ogrencilerin mezuniyet durumlarini
Durum Mezun oldu 1158 gosteren heden degisken
(Hedef Degisken) Yatay Gegis / Program 126

Degisikligi

2.4. Verinin egitim ve saglamlik veri setine boliinmesi (Splitting data into training and robustness dataset)

Temizlenmis (Prepared) veri seti olusturulduktan sonra, makine 6grenmesi ile olusturulan modellerin
saglamligini kontrol etmek i¢in, 2016 yilinda kayit yapan 6grenciler kullanildi. Bu nedenle, 2016 yilinda
kayit yapan 153 dgrenci, temizlenmis veri listesinden saglamlik verisi olarak ayrildi. Veri kiimesinde
2016 y1li disinda kayit yapan ve 1029 tane “Mezun”, 100 tane “Kaydi Silindi” ve 112 tane “Yatay Gegis
/ Program Degisikligi” mezuniyet durumlarini igeren toplam 1241 6grenci modeli egitmek ve
dogrulama yapmak iizere kullanildi. Son durumda Sekil 6’de modeli egitmek tizere kullanilan veri
kiimesinin sinif dengesizligi ve ¢cok smifli siniflandirma problemlerine sahip oldugu goriilda.

Sekil 7’de goriildiigi gibi veri onisleme ve 6zellik se¢imi tamamlandiktan sonra, hazirlanmis veri
saglamlik verisi, egitim verisi ve test verisi olarak ayrildi ve makine 6grenme algoritmalari egitilip,
modeller olusturuldu ve son modellerden pilot bir karar destek web uygulamasi yapildi. Onisleme ve
o0zellik seciminden sonra elde edilen hazirlanmis veri kiimesinden 2016 yilina ait 6grenci bilgileri
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saglamlik testinde kullanilmak iizere ayrildi. Boylece, saglamlik testinde her smiftan 6rnek olmasi
saglandi. Daha sonra, 2016 yili hari¢ olan egitim verisi, sinif dengesizligi probleminde kullanimi
onerilen Repeated Stratified 5*5 fold ¢apraz gecerleme yontemi ile egitildi. Boylece egitim setinden
elde edilen her 6rneklemde, her siniftan drnek olmasi saglandi. Dongli tamamlanana kadar egitim
verisine, sirasiyla makine 6grenmesi algoritmalar1 uygulandi ve modeller olusturuldu.

Yatay Gegis / Progra... Kaydi silindi
9,0% 8,1%

Mezun oldu

Sekil 6. Model olusturmak i¢in kullanilan 1241 6grencinin hedef 6zelligi dagilimlari (Target feature distributions of 1241 students
used to create the model)

2.5. YOntem (Method)

g

Ozelik Hazirlanmig
Veri

Sekil 7. Genel akis semasi(General flow chart)

3 ayr1 yontem ile egitim yaparak modeller olusturuldu:

1. yontemde, makine dgrenmesi algoritmalari yeniden érnekleme(resampling) yapilmadan ve hiper
parametreler her algoritmaya 6zel belirlenerek modeller olusturuldu.

2. yontemde, egitim verisine yeniden 6rnekleme ydntemleri uygulanarak ve hiper parametreler her
algoritmaya 6zel belirlenerek modeller olusturuldu.

3.yontemde, saglamlik verisi hari¢ tiim veri setine yeniden 6rnekleme yontemleri uygulanarak ve hiper
parametreler her algoritmaya 6zel belirlenerek modeller olusturuldu.

Her 3 yontemde de her dongiide olusan modelin F1 Score, Recall, Accuracy, ROC Area, confusion matrix
gibi performans ol¢iim degerleri elde edildi. Ayrica saglamlik testinde kullanmak ic¢in, egitim
sonucunda olusan her model, .pkl dosya formatinda, dosya sistemine kayit edildi. Ddngiiler
tamamlandiktan sonra tiim degerlerin ortalama sonuglari alindu.

Ek olarak, Sekil 5.’teki Ozellik Segimi asamasinda elde edilen 1241 satir ve 11 6zellik iceren hazirlanmis
veri seti, Pearson, Chi-2, Mutual-Info, RFE, Logistics, RF, Anova F Test seklindeki 6zellik secimi
yontemleri ile tekrar ele alindi. Elde edilen sonuglara gore, 1., 2. ve 3. yontemler, 7 tane en ¢ok
kullanilan 6zellik ve 5 tane en ¢ok kullanilan 6zellik ile ayrica egitildi. Boylece Tablo 3’te gosterildigi
gibi, 3 farkl1 yontem ve 3 farkl 6zellik se¢imi ile toplam 9 ¢esit model tiirii igeren 750 model elde edildi.
Tiim olusan modeller i¢in saglamlik kontrolii yapildi ve egitilen modellerin Test F1 score degerleri ile
karsilastirilarak, tutarlilik oranlari elde edildi. En bagarili ve en tutarl ilk 4 model secildi ve Django-
Python frameworku kullanilarak, pilot bir karar destek web uygulamasi yapildi.
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Tablo 3. Yontemler sonucunda olusan model sayilari (Number of models resulting from the methods)

11 ozellikle 7 ozellikle 5 ozellikle
Model Saglamlik kontrolii Model Saglamlik kontrolii Model Saglamlik kontrolii
Sayisi yapilan model sayisi1 Sayisi yapilan model sayis1  Sayis1  yapilan model sayis1
1. yéntem 16 16 16 16 16 16
2.yontem 117 117 117 117 117 117
3. yontem 117 117 117 117 117 117
Toplam 250 250 250 250 250 250

Bu calismada kullanilan siniflandirma algoritmalari, Sekil 8'de gosterildi. Ayrca kullanilan makine
Ogrenmesi algoritmalarinin parametreleri, GridSearchCV yontemi kullanilarak optimize edildi.

Simif dengesizligi probleminin ¢6ziimiinde, azinlik smifina ait olan verinin de simiflandirma
dogrulugunu artirmak i¢in, veri dlizeyinde yeniden 6rnekleme ve algoritma diizeyinde modifiye
edilmis 6grenme algoritmalari seklinde iki ana yaklasim oldugu literatiirde bulundu[7]. Bu ¢alismada,
veri kiimesine uygun olan ornekleme yontemlerinden, SMOTE, SMOTENC, Borderline SMOTE,
SVMSMOTE, ADASYN, Random Over-sampling ve hibrit yontemlerden SMOTE - ENN, SMOTE - Tomek
kullanildi.

Dengesiz veri kiimelerinde, hold out cross validation, k-fold cross validation, Repeated random
subsampling validation her siniftan 6rneklem almayabileceginden 6tiirii kullaniminin uygun olmadigi
goriildii. StratifiedKFold, katmanli kivrimlar: déndiiren bir k-fold ¢esidi oldugu ve her iterasyonda, her
set, tam set olarak her bir hedef siniftan yaklasik olarak ayni yiizdede 6rnek icerdigi goriildii. Boylece,
ozellikle dengesiz veri kiimelerinde, dogrulama veya egitim verilerinde belirli bir sinifin fazla
bulunmasini engelledigi tespit edildi. Boylece, az érneklem igeren siniflarin da egitilmesi saglandi. Bu
nedenle dengesiz veri setinde kullaniminin uygun oldugu goriildi. Bu ¢alismada da kullanilan veri
kiimesinde sinif dengesizligi problemi oldugu icin, Repeated Stratified 5*5-fold cross-validation
yontemi kullanildi.

Random Forest (RF)
ExtraTrees
AdaBoost (AB) €N K-Nearest Neighbors (KNN)
Bagging with DT
GradientBoosting (GB) 99 Naive Bayes (NB)
A Bagging with SVM
g0 Support Vector Machine (SVM)
| I Desicion Trees (DT)
Logistic Regression (LR)
[ Topluluk Metotlari
Balanced Bagging (BB)
Balanced Random
Forest (BRF)
Modifiye Edilmig
Dengeli Topluluk :ele:;k:;lr
Algoritmalari go!

B P i
rFercepuons

Derin Ogrenme

Easy Ensamble (EE) Multilayer Perceptron (MLP)

Sekil 8. Modellemede kullanilan makine 6grenmesi algoritmalari. (Machine learning algorithms used in modeling)
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3. Bulgular (rindings)

Sinif dengesizligi problemi olan veri kiimelerinde, performans 6l¢iimii olarak Dogruluk/Accuracy
degerinin kullanilmasinin yaniltici basari orani saglayabildigi goriildi. Bu nedenle Dogruluk/Accuracy
yerine, dengesiz veri setlerinde kullanimi giivenilir olan F1 Puani/F1 Score, Dengeli
Dogruluk/Balanced Accuracy degerleri kullanildi. Dogruluk/Accuracy, Geri Cagirma/Recall ve
Ozgiinliik/Specificity degerleri ayrica incelendi. Ayrica, bu calismada dengesiz simf dagilhimi oldugu
icin, Dogruluk/Accuracy degerinin basar1 oraninda Dengeli Dogruluk/Balanced Accuracy ve F1
Puani/F1 Score yiikseldiginde diisiis olmas1 ihtimali oldugu belirtildi.

3.1. Ozellik secimi (Feature Selection)

Tablo 4’te goriildiigii lizere, Pearson, Chi-2, Mutual-Info, RFE, Logistics, RF ve Anova F testleri ile 6zellik
sayist 5 oldugunda iken dzellikler karsilastirildi. Degerler incelendiginde, Cinsiyet, DogumYeriBolge
gibi demografik bilgilerin ve Osym Okul Birincisi ve Lise Okul Tiiri olan lise akademik bilgilerin de en
az etkili olan 6zellikler oldugu goriildii. Bu degerlere gore, 1., 2. ve 3. yontemler 7 6zellikli ve 5 6zellikli
olarak calistirilarak hem test sonuglari hem de saglamlik sonuclari elde edildi ve karsilastirma tablolari
olusturuldu.

Tablo 4. Ozelliklerin feature=5 oldugunda 6nem siralamalarina gére karsilagtirmali tablosu (Comparative table of features in order
of importance when feature=5)

Feature Pearson  Chi-2 Mutual-Info RFE Logistics RF Anova F Test Total

MtokOgrencisi Evet Evet Evet Evet Evet Hayir  Evet 6
YerBolumTercihSirasi Hayir Evet Hayir Evet Evet Evet Evet 5
LiseNotu Evet Hayir Evet Evet Hayir Evet Evet 5
BirimAdi Evet Evet Evet Evet Evet Hayir  Hayir 5
YerPuaniSirasi Evet Hayir Evet Hayir Hayir Evet Evet 4
KayitYili Evet Hayir Evet Hayir Hayir Evet Evet 4
MarmaraUniYerlestirmeSirasi Hayir Hayir Hayir Evet Hayir Evet Hayir 2
OsymOkulBirincisi Hayir Evet Hayir Hayir Hayir Hayir  Hayir 1
LiseOkulTuru Hayir Evet Hayir Hayir Hayir Hayir  Hayir 1
DogumYeriBolge Hayir Hayir Hayir Hayir Hayir Hayir  Hayir 0
Cinsiyet Hayir Hayir Hayir Hayir Hayir Hayir  Hayir 0

3.2.11, 7 ve 5 ozellik iceren verinin 1. yonteme gore model sonuglari (Model results of data containing 11, 7
and 5 features according to method 1)

7 ve 5 ozellik kullanilarak yapilan modellerin sonuglarinin 11 &zellik iceren 1. yontem modelinin F1
Score basari ve saglamlik sonuclariyla kiyas tablosu Tablo 5.'te gosterildi. Bu tabloya gore 7 6zellik ile
elde edilen degerlerin, 11 o6zellik ile elde edilen degerlerle olduk¢a benzerlik gdsterdigi gorildi.
Adaboost ve SVM algoritmalarinda ciddi yiikselis oldugu goriildii. Adaboost saglamlik degerinde de
ciddi yiikselis oldu. Bununla beraber, RF, MLP, GradientBoost, ET, BalancedBagging ve Bagging DT
algoritmalar1 neredeyse ayni sonucu verdi. Bu tabloya bakildiginda, model olarak 7 o6zellikli
kullanilmasi maliyet ve zaman agisindan olduk¢a mantikli goriildii.

3.3.11, 7 ve 5 ozellik iceren verinin 2. yonteme gore model sonuglari (Model results of the data containing 11,
7 and 5 features according to the 2nd method)

7 ve 5 ozellik kullanilarak yapilan modellerin sonuglarinin 11 &zellik iceren 2. yontem modelinin F1
Score basar1 ve saglamlik sonuclariyla kiyas tablosu Tablo 6.'da gosterildi. Tablo 3.13 ve Tablo 3.12
deki degerler karsilastirildiginda, sadece egitim setine yapilan yeniden érnekleme neticesinde ve
saglamlik sonuclarina gore, 1. yontem ile olusturulan modellerin degerlerini kullanmak, maliyet ve
zaman acisindan daha verimli oldugu gorildi. Cinki en yiiksek degerlerin 1. ve 2. yontem
sonuglarinda hemen hemen ayni oldugu goriildii.
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Tablo 5. 11, 7 ve 5 6zellik iceren verinin 1. yonteme gore modellendiginde elde edilen sonuglar (The results obtained when the data
containing 11, 7 and 5 features are modeled according to the 1st method)

1. Yontem 11 6zellik 7 ozellik 5 ozellik
Model Yontem Test F1 Robustness TestF1 Robustness TestF1 Robustness
Score F1 Score Score F1 Score Score F1 Score

1 AdaBoost None 0.7748 0.6864 0.8126 0.7501 0.7663 0.7200

2 Bagging DT None 0.8302 0.7719 0.8199 0.7696 0.7634 0.6740

3 Bagging SVC None 0.7712 0.7612 0.7374 0.6086 0.6369 0.2530

4 BalancedBagging None 0.8154 0.7582 0.8050 0.7581 0.7280 0.4853

5 Balanced-RF None 0.6410 0.4943 0.6372 0.5224 0.5594 0.3955

6 BernoulliNB None 0.5082 0.3989 0.5250 0.2893 0.5579 0.2644

7 DT None 0.7698 0.7089 0.7062 0.7083 0.6782 0.5301

8 Easy Ensemble None 0.5908 0.4468 0.5995 0.4578 0.5185 0.4484

9 ET None 0.8187 0.7704 0.8222 0.7713 0.7819 0.6757

10 GaussianNB None 0.6976 0.6366 0 0.7714 nan 0.7618

11 Gradient Boost None 0.8250 0.7408 0.8264 0.7487 0.7716 0.7322

12 KNN None 0.7577 0.7180 0.7729 0.7185 0.7327 0.6118

13 LR None 0.8188 0.7282 0 0.7714 nan 0.7597

14 MLP None 0.8255 0.7714 0.8285 0.7714 0.7719 0.7049

15 RF None 0.8341 0.7685 0.8292 0.7666 0.7891 0.7013

16 SVM None 0.7676 0.7508 0.8248 0.6076 0.7657 0.6699

En yiiksek degerler: 0.82-0.83 0.77 0.82-0.83 0.77 0.77-0.78 0.70-0.76

Tablo 6. 11, 7 ve 5 6zellik iceren verinin 2. yonteme gore modellendiginde elde edilen sonuglar (The results obtained when the data
containing 11, 7 and 5 features are modeled according to the 2nd method)

2. Yontem 11 ozellik ile 7 ozellik ile 5 ozellik ile
Model Yontem Test Robustness Test Robustness Test Robustness
F1 F1 Score F1 F1 Score F1 F1 Score
Score Score Score
AdaBoost ROS 0.7734 0.7299 SVM SMOTE 0.7761 0.7248 Borderline  0.6879 0.3171
SMOTE2
Bagging DT SVM SMOTE 0.8203 0.7531 SVM SMOTE 0.7973 0.7474 ROS 0.7287 0.5884
Bagging SVC ~ SVM SMOTE 0.7501 0.7465 Borderline  0.7344 0.5372 Borderline 0.6916 0.4053
SMOTE2 SMOTE2
BernoulliNB SVM SMOTE 0.6521 0.6524 SVM SMOTE 0.6010 0.5313 SVM SMOTE 0.5961 0.3898
Decision Tree BorderlineSMOTE2 0.7803 0.7135 SMOTENC 0.7621 0.6228 ROS 0.6968 0.6856
Extra Trees ROS 0.8196 0.7713 ROS 0.8221 0.7714 SMOTENC 0.7171 0.4017
GaussianNB SVM SMOTE 0.5776 0.5133 ROS 0.5996 0.4696 SVM SMOTE 0.5985 0.3724
Gradient SVM SMOTE 0.8194 0.7179 SVM SMOTE 0.8138 0.7276 SVM SMOTE 0.7189 0.4564
Boost
KNN ROS 0.7522 0.7147 ROS 0.7729 0.7185 ROS 0.7327 0.6118
LR SVM SMOTE 0.7451 0.6420 SVM SMOTE 0.7317 0.6999 SVM SMOTE 0.6934 0.3784
MLP SVM SMOTE 0.7982 0.7702 ROS 0.8195 0.7726 SVM SMOTE 0.7223 0.3300
RF ROS 0.8263 0.7705 ROS 0.8174 0.7714 Borderline  0.7258 0.5851
SMOTE1
SVM SVM SMOTE 0.7568 0.7501 SVM SMOTE 0.7503 0.6544 SVM SMOTE 0.7130 0.3201
En yiiksek degerler: 0.82 - 0.77 0.82 0.77 0.72 - 0.68
0.83 0.73
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3.4.11,7 ve 5 ozellik iceren verinin 3. yonteme gore model sonugclari (Model results of data containing 11, 7
and 5 features according to the 3rd method)

7 ve 5 ozellik kullanilarak yapilan modellerin sonuglarinin 11 6zellik iceren 3. ydntem modelinin F1
Score basar1 ve saglamlik sonuglariyla kiyas tablosu Tablo 7’de gdsterildi.

Tablo 7. 11, 7 ve 5 6zellik iceren verinin 3. yonteme gore modellendiginde elde edilen sonuglar (The results obtained when the data
containing 11, 7 and 5 features are modeled according to the 3rd method)

3. Yontem 11 ozellik ile 7 ozellik ile 5 ozellik ile
Model Yontem Test F1 Robust- Test F1 Robust- Test F1 Robust-
Score ness F1 Score ness F1 Score ness F1
Socre Socre Socre
AdaBoost ROS 0.9542 0.7101 SMOTENC 0.6546 0.3978 SMOTEENN 0.6387 0.3043
Bagging DT SVM 0.7884 0.7468 ROS 0.9599 0.7547 ROS 0.9342 0.5390
SMOTE
Bagging SVC ~ SMOTEENN  0.9697 0.6866 SMOTEENN 0.8488  0.4840 SMOTEENN  0.7581 0.2027
Bernoulli SVM 0.6824 0.6314 SVM 0.5735 0.4105 SVM 0.5806 0.3635
NB SMOTE SMOTE SMOTE
Decision Tree  ROS 0.8790 0.6836 BorderlineSMO 0.7742 0.7401 SMOTEENN 0.8814 0.3287
TE2
ExtraTrees ROS 0.9917 0.7713 ROS 0.9929 0.7713 ROS 0.9842 0.6649
Gaussian SVM 0.6324 0.4832 SVM 0.5687 0.4138 SMOTEENN 0.6038 0.2043
NB SMOTE SMOTE
Gradient SVM 0.8349 0.7031 SVM 0.7765 0.7125 SMOTEENN 0.7441 0.2947
Boost SMOTE SMOTE
KNN SMOTEENN 0.9883 0.5293 SMOTEENN 0.9866 0.5284 SMOTEENN 0.9826 0.3352
LR SVM 0.7193 0.6617 SMOTEENN 0.5967 0.4355 SMOTEENN 0.6306 0.1805
SMOTE
MLP SVM 0.6951 0.7721 SVM 0.6080 0.7714 SMOTEENN 0.5678 0.1458
SMOTE SMOTE
RF ROS 0.9935 0.7709 ROS 0.9870 0.7706 ROS 0.9719 0.6574
SVM SMOTEENN 0.9862 0.7216 SMOTEENN 0.8718 0.5364 SMOTEENN 0.7723 0.1813
En yiiksek degerler: 0.99 0.77 0.99 0.77 0.97-0.98 0.65-0.66

Tablo 3.14, Tablo 6 ve Tablo 5’teki degerler karsilastirildiginda, tiim veri setine yapilan yeniden
ornekleme neticesinde ve saglamlik sonuglarina gore, 1. yontem ile olusturulan modellerin degerlerini
kullanmak, maliyet ve zaman agisindan daha verimli oldugu goriildii. Clinkii en yiiksek degerlerin 1. ve
3. yontem sonuglarinda hemen hemen ayni oldugu goriildi.

Ek olarak, tablolar incelendiginde, 5 6zellik ile model gelistirildiginde, hem test F1 Score degerinde,
hem de saglamlik testlerinde ciddi diisiisler oldu. Ancak 7 6zellik ile yapilan sonuglarin, 11 6zellik
kullanarak yapilan sonuglarla benzer oldugu goriildii.

Sonug olarak Tablo 5’de belirtilen en basarili ve en tutarli ilk 4 modelin, 7 6zellikle olusturulan modelin
degerleri arasindaki F1 Score Basar1 Orami ve tutarlilik degeri yakin oldugu goriildi. Sekil 9'da
goriildigii iizere bu modellere ait 7 6zellik iceren modellerin web uygulamasinda kullanilmasina karar
verildi. ET, MLP, Bagging DT ve RF algoritmalariyla 1. ydntem olan ve yeniden drneklem yapilmadan
olusturulan 7 6zellikli modeller, karar destek sistemi web uygulamasinda kullanildi.

W TestF1Score M Saglamiik F1Score

‘Yontem+Model

Sekil 9. En basarili ve en tutarli modellerin test ve saglamlik F1 Score yiizdeleri (Testing and robustness F1 Score percentages of the
most successful and consistent models)
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4. Calismanin Giiglii ve Zayif Yonleri (Strengths and Aspects of the Study)

Giiclii Yonler;

e Bucalismaya baglamadan 6nce sistematik literatiir incelemesi yapildi.

e Literatiirde daha 6nce kullanilmayan yeni bir veri seti ile calisma yapildi.

e MU’nde alaninda yapilan ilk ¢calisma oldu.

o Tirkiyedeki tezlerde ¢ok smifli ve dengesiz egitimsel veri kiimesi kullanilarak daha 6nce tez
¢alismasi yapilmadi.

e Ogrenciler heniiz kayit olmadan, erken uyar1 sistemi olarak ¢alisma yapild1 ve bu sekilde de
literatiirde calismanin yok denecek kadar az oldugu goriildii.

e Topluluk algoritmalarla, hem ¢ok sinifli hem dengesiz veri hem de egitimsel verisinde kabul
edilebilir, bagarili sonuglar elde edildi.

e En basarili ve en tutarli modellerle pilot bir karar destek sistemi web uygulamasi yapildi ve
MU TF 6gretim iiyelerinin kullanimina sunuldu.

Zayif Yonler;

e MU TF yeni agilmis bir fakiiltedir ve heniiz ¢ok fazla mezun vermedi.

e Boliimler ayni yilda acilip, ayni yilda mezun vermeye baslamadi.

e Af, miihendislik tamamlama gibi farkl tiirdeki dgrenciler de veri kiimesinde yer aldu.

e (Calismada kullanilan toplam 6grenci sayis1 1394 oldu ve veri kiimesi sinif dengesizligine
sahipti. Daha ¢ok 6grenci bilgisi iceren bir veri seti ile calismak daha bagarili sonuglar verebilir
diye diistintildi.

e Baz algoritmalar, ¢ok sinifli ve dengesiz veri setinde basarili sonug vermedi.

5. Web Uygulamasi (web Application)

Tartismalar boliimiinde yapilan incelemeler ve karsilastirmalar sonucunda, olusturulan karar destek
sistemi web uygulamasi i¢in secilen modeller, yeniden érnekleme yapilmadan, 7 dzellikle olusturulan
ve Sekil 9'da F1 Score degerleri gosterilen None-RF, None-MLP, None-Bagging DT ve None-ET
algoritmalarina ait modeller oldu.

Web uygulamasi i¢in, Django Python frameworku kullanildi, Docker iizerinde ¢alistirildi. Baslangicta,
yetkilendirme ile sayfaya giris yapilmasi saglandi. Boylece, web uygulamasindaki giivenlik iist diizeye
cikarildi. Sekil 10.’daki gibi, 6grenciye ait 7 6zellik bilgisinin ekrandan girilmesi saglandi ve tahmin et
butonu ile girilen 6zellik bilgilerine gore, 4 model ayr1 ayr1 tahmin yaparak, sonuglari grafik seklinde
Sekil 11.’deki gibi gosterildi. Bu pilot calisma, MU TF égretim tiyelerinin, kullanabilecegi bir uygulama
olarak gelistirildi.

w® Marmara (1) se W . w® Marmara
) Oniversitesi Yuksekogretim Planlama ) Universites
Karar Destek Sistemi: Teknoloji Fakultesi Ornegi
Ogrenci Bilgileri Wosouiets ovu
[P v r——, -
ahin st P
v
OLYM Verteytome Puas Swan OITM Yerlegtome Biium Tercd Swom
Marmars Universten Yerleytome Se v M runiyet Ourwm (Actes)
Vatoy Gogy | Progem Codyhsdy
=
Tahminler

Mo rumyet Ourum (Torma)

Sekil 10. Karar Destek Sistemi web uygulamasinda 6grenci bilgilerinin girildigi sayfa (The page where student information is entered
in the Decision Support System web application)
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Sekil 11. Karar Destek Sistemi web uygulamasinda yapilan tahmin sonuglari (Prediction results made in Decision Support System web
application)

6. Sonuclar ve Karsilastirma (results and Comparison)

Egitimsel Veri Madenciligi (EDM) disiplininin bir alt dali olan 6grenci performans tahmini ile ilgili
yapilan calismalar son yillarda artti. Yapilan literatiir taramasinda, bu alanda ¢ok simifli ve dengesiz
egitimsel veri kiimesi ile ilgili yapilan ¢alismalarin olduk¢a az oldugu goriildii. Ayrica bu sekilde veri
kiimesiyle hentiz boliime kayit olmayan 6grencilerin mezuniyet tahminini yapan erken uyari sistemi
seklinde bir calisma yok denecek kadar az oldugu goriildii. Literatiirdeki bu boslugun doldurulmasi
amaciyla, bu tez calismasinda, ¢ok sinifli ve dengesiz egitimsel veri kiimesi kullanarak, 6grenciler hentiz
liniversiteye baslamadan riskli 6grencilerin mezuniyet tahminini yaparak, bu 6grencilerin risklerini
engelleyebilecek bir karar destek oneri sistemi calismasi yapildi. Bu ¢alismada, 23.05.2022-286783
etik no karari ile MU TF égrenci verileri kullanildi. MU TF 2010-2021 yillarinda égrenim géren, 6
boliime ait 4023 6grenci igerisinden, 6n islem asamasindan sonra kalan 1394 6grenci ve 11 6zellik
lizerinde calisildi.

Kullanilan veri kiimesi ¢ok sinifli ve sinif dengesizligi olan egitimsel bir veri kiimesi oldu. Cok sinifly,
dengesiz bir EDM veri kiimesi iizerinde yapilan arastirmada, basar1 tahminine yonelik 6nerilen model,
birka¢ yontem kullanarak gelistirilen modeller arasinda en basarili sonug veren yéntem tlizerine insa
edildi. Bu yontemlerden birincisi, topluluk yontemleri kullanarak basar1 tahminini yapmak oldu. Bir
digeri, yeniden drnekleme yontemleriyle beraber kullanilan geleneksel siniflandirma algoritmalari ile
model liretmek oldu. Ve sonuncusu ise, dengesiz veri setlerinde kullanmak iizere modifiye edilmis
topluluk metotlariyla model iiretmek oldu.

Toplamda, 9 tane yeniden 6rnekleme yontemi kullanildi. 3 tane modifiye edilmis topluluk algoritmasi,
7 tane geleneksel siniflandirma algoritmasi, 6 tane topluluk algoritmasi olmak iizere 16 farkl algoritma
ile calisildi ve karsilastirmalar yapildi. Kategorik veriler iizerinde One-Hot-Encoding ile 6zellik
milthendisligi yapildi ve veriler [0, 1] araligina normalizasyon ile getirildi. Daha sonra egitim
agsamasinda algoritmalar i¢in GridSearchCV kullanilarak hiper-parametre ayarlamasi yapildi. 2016
yilinda kayit olan 153 6grenci saglamlik verisi olarak ayrildi. Dengesiz veri setleri kullaniminda uygun
oldugu icin repeated stratified 5*5-fold cross-validation kullanildi. Bu asamada olusturulan tiim
modeller, saglamlik kontrolii i¢in kayit edildi. Ve tiim degerlerin ortalamasi alinarak, son model basar1
degerleri belirlendi.
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Elde edilen sonuglar ile ¢ok sinifli dengesiz egitimsel veri kiimesinde, topluluk algoritmalarinin,
yeniden ornekleme yontemiyle beraber kullanilan geleneksel siniflandirma algoritmalarindan daha
basarili oldugu goriildii. Modellerin basarili olmasiyla beraber, tutarli olmasi da bu tez ¢alismasinda
incelendi. Daha sonra Pearson, Chi-2, Mutual-Info, RFE, Logistics, RF ve Anova F testleri olmak iizere 7
farkl ozellik secimi algoritmasi kullanilarak, FS karsilastirmasi yapildi. Her 3 yontem de, 7 6zellik ve 5
ozellik i¢in tekrar ¢alistirildi ve saglamlik testleri yapildi.

Sonuc¢ olarak RandomOverSampler+RandomForest F1 Score 0.9935 degeriyle en basarili algoritma
olmasina ragmen, sirasiyla en tutarli olan None+ExtraTrees F1 Score 0.8187, None+MLP F1 Score
0.8255, None+Bagging DesicionTree F1 Score 0.8302 ve None+RandomForest F1 score 0.8341
degeriyle en tutarli 4 model oldugu gorildi. Bu modellerin 11 6zellikli ve 7 6zellikli degerleri birbirine
¢ok yakin oldugu tespit edildi. Bu nedenle maliyet, zaman acisindan diisiintildiigiinde, 7 6zellikle
olusturulan modellerin kullanilmasina karar verildi.

Son olarak, en basarih ve en tutarli 4 model ile MU TF Ogretim Uyelerinin kullanabilecegi pilot bir
“Karar Destek Sistemi Web Uygulamas1” yapildi. Bu uygulamada, yetkiye baglh olarak, 6gretim {iyeleri,
ogrenci bilgilerini girerek, 4 tahminleyici tizerinden 6grenci mezuniyet tahmini bilgisini ald1.

Bu baglamda, bu ¢alisma ve literatiir ¢alismalar1 arasinda bazi benzerliklerin ve farkliliklarin oldugu
goriildii. Oncelikle kullanilan veri kiimeleri farkhi oldugu i¢in sonuglarla ilgili karsilastirma yapilmadi
ancak literatiirdeki ¢alismalarin basari degerlerine benzer ve yiiksek basar1 degerleri elde edildi. Cok
sinifli dengesiz veri kiimesi ile ilgili kullanilan yontemlerin benzer oldugu goriildi. Yani, hem tiim veri
setine ornekleme yapilmasi literatiirdeki ¢alismalarda da kullanildi hem de bu ¢alismada kullanilan
makine 6grenmesi algoritmalar1 ve orneklem yontemleri farkli farkl literatiirdeki calismalarda
kullanildi. Ancak literatiirden farkli olarak daha tutarli oldugu goézlemlenen, sadece egitim veri
kiimesine orneklem yontemlerinin uygulanmasi, yontem olarak bu calismada kullanildi. Ayrica
literatlirdeki ¢alismalardan farkli olarak bu c¢alismada saglamlik kontrolii yapildi ve en basarili
algoritmalarin tutarli olup olmadig1 kontrol edildi. Ayrica literatiirdeki ¢alismalardan farkh olarak
dengesiz veri kiimesinde kullanimi daha uygun olan Repeated Stratified 5*5-fold cross-validation
yontemi bu ¢alismada kullanildi. Ayrica literatiirdeki ¢alismalardan farkli olarak, en tutarli modellerin
kullanildig1 karar destek sistemi web uygulamasi yapildi. Yine 7 farkhi 6zellik se¢cim ydntemleri
kullanarak elde edilen veri uzunlugu ayni ancak 6zellik sayisi farkli toplam 3 farkh veri kiimesi ile tiim
yontemler denenerek sonugclarin karsilagtirilmasi literatiirden farkli olarak bu ¢alismada yapildi.

Gelecekte, calismanin gelistirilebilir yonleri olarak dncelikle calismanin zayif yonleri belirlendi. Ayrica
dengesiz veri kiimesine karsi daha dayanikli algoritmalar1 ¢alismaya dahil ederek basarinin artip
artmadig1 test edilebilir. Yine ¢alismaya dahil edilmeyen ama literatiirde gilincel olan 6rneklem
yontemleri sisteme eklenip, basarinin artip artmadigi test edilebilir. MU’nden basar1 durumunu daha
belirgin tahmin etmemizi saglayacak yeni 6zellikler iceren veri listesi alinarak veri 6n isleme ve 6zellik
secimi kismi calismada gelistirilebilir. Anomali tespiti gibi farkli kapsamlardaki calismalara ait
yontemler incelenerek ¢ok sinifli dengesiz egitimsel veri kiimesinde denenerek basarinin artip
artmadigl test edilebilir. Literatiirdeki calismalarda kullanilan dncelikle agik kaynak veri kiimeleri ile
bu calismanin yéntem bdliimii test edilerek, bu calismanin yonteminin genellestirilebilirligi
tartisilabilir. Ayrica énerilen ¢oziimiin genelligini degerlendirmek icin bu ¢alisma MU’nin diger
boliimlerine ve baska tiniversitelere de uygulanarak, bircok 68renciden elde edilen veriler lizerinde
daha fazla arastirma yapilip, olusturulan sistemin genellestirilip genellestirilemeyecegi arastirilabilir.
Sadece 6gretim iiyelerinin kullanimina sunulan karar destek sistemi pilot web uygulamasi, 6grencilerin
de kullanabilecegi sekilde gelistirilebilir.

Son olarak, ¢ok sinifli dengesiz egitimsel veri kiimesi kullanarak yapilan bu calisma ulusal alanda
alaninda tek olmasi dolayisiyla, gelecekteki calismalar icin bu c¢alismanin ilham kaynagi olduguna
inanilmaktadir.
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