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O2Z: 1l olarak Aralik 2019'da ortaya ¢ikan ve diinya capinda bir salgina neden olan Koronaviriis (COVID-
19) hastalig;; akut solunum sendromu SARS-CoV-2'nin neden oldugu viral bir hastalik olarak
tanimlanmaktadir. COVID-19 hastaliginin tespiti igin giincel olan rRT-PCR testi kullanilmaktadir. Bu tes-
tin uzun geri doniis siiresi, %15-20 civarinda yanlis negatif oranlar1 ve pahali ekipmanlar1 olmasi nedeni-
yle rutin kan incelemelerinin degerleri ile tespit yontemi daha hizli ve daha ucuz bir alternatif olarak
degerlendirilebilmektedir. Bu ¢alismada, rutin kan testlerinden Derin Sinir Aglar1 (DSA) kullanlarak
COVID-19 tespit edilmeye g¢alisilmistir. Kullanilan veri setinde sinif dengesizligi oldugu igin yeniden
ornekleme yontemleriyle simif dengesizligi giderilmis ve kullanilan algoritmalarin performanslari deger-
lendirilmistir. Yeniden 6rnekleme yapilirken SMOTE, ADASYN, Geometric SMOTE, Random Under-
Sampler, Random OverSampler algoritmalar1 kullanilmistir. Kurulan model sonunda 0,985 dogruluk
degeri ve 0,99 Fl-skoru ile en basarili sonug, Random OverSampler algoritmasi ile alinmustir. Ayrica yeni
girilecek veriler i¢in tahmin yapabilmek amaciyla, PyQt kullanilarak bir uygulama gelistirilmistir ve
kullanilan niteliklerin modele katkilar1 SHapley Additive Explanations (SHAP) teknigi ile belirlenmis ve
aciklanmistir.

Anahtar Kelimeler: Derin Sinir Aglar, Yeniden Ornekleme, COVID-19

Covid-19 Detection Based on Routine Blood Tests with Deep Neural Networks and Resampling
Methods

ABSTRACT: Coronavirus (COVID-19) disease, which first appeared in December 2019 and caused a
worldwide outbreak; is described as a viral disease caused by acute respiratory syndrome SARS-CoV-2.
The current RRT-PCR test is used to detect COVID-19 disease. Due to long return time of this test, about
15-20% false-negative rates and expensive equipment, the detection method with the values of routine
blood analyses can be considered as a faster and cheaper alternative. In this study, COVID-19 was tried to
be detected by using Deep Neural Networks (DNN), one of the routine blood tests. Because there is class
imbalance in the used data set, class imbalance has been eliminated by resampling methods and the
performance of used algorithms has been evaluated. While resampling, SMOTE, ADASYN, Geometric
SMOTE, Random UnderSampler, Random OverSampler algorithms were used. As a result of established
model, the most successful result was obtained with the Random OverSampler algorithm, with an
accuracy of 0.985 and an F1-score of 0.99. In addition, an application has been developed using PyQt to
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make predictions for new data to be entered and the contributions of used attributes to the model were
determined and explained with the SHapley Additive Explanations (SHAP) technique.

Key Words: Deep Neural Networks, Resampling, COVID-19
GIRIS NTRODUCTION)

COVID-19 hastaligina neden olan SARS-CoV-2, coronaviridae ailesine ait bulasici bir virtistiir.
Hastalik, oksiirtiik, ates, yorgunluk ve nefes darlig1 gibi semptomlara neden olmaktadir (Cascella ve dig.,
2020; Mohammad ve Tayarani, 2020; “T.C. Saghk Bakanlig1”, 2020). SARS-CoV-2'nin ilk olarak Aralik
2019'da Cin'in Wuhan kentinde goriildiigii bildirilmistir. O glinden giiniimiize kadar gegen siirede siirekli
olarak tiim diinyaya yayilmstir. Viriisiin yayilimi, insan hayatinin her alaninda biiyiik zorluklara neden
olmus, basta insan hayatinin sona ermesi olmak {izere; ekonomi, egitim, sanat, kiiltiir gibi bir¢ok alanda
yeni sorunlar ortaya ¢ikmistir. Hastaligin tanusi, tedavisi ve ortaya ¢ikan bu sorunlari ¢6zmek i¢in her giin
yeni teknikler gelistirilmektedir (Mohammad ve Tayarani, 2020; Shilbayeh ve dig., 2020).

SARS-CoV-2 enfeksiyonlarii tespit etmek icin kullamilan standart test; ters polimeraz zincir
reaksiyonu (PCR) veya ters transkriptaz-PCR (RT-PCR) teknigi kullanilarak gerceklestirilen molekiiler
testtir. Bununla birlikte, testin yiiriitiilmesi zaman alicidir, 6zel ekipman ve reaktiflerin kullanilmasins,
orneklerin toplanmasi i¢in uzman ve egitimli personelin katilimini gerektirmektedir (Banerjee ve dig.,
2020; Vogels ve dig., 2020). Ek olarak, kullanilan standart testin akciger bilgisayarli tomografisine (BT)
kiyasla %80 dogrulugu ortaya konmustur (AlJame ve dig., 2020; Banerjee ve dig., 2020). Hastalar1 tespit
etmenin bir yolu, profesyonel ekipman gerektiren BT veya X-Ray goriintiileridir. Bu goriintiiler
degerlendirilerek COVID-19 tespit edilebilmektedir (Jacobi ve dig., 2020; Maghdid ve dig., 2020;
Mohammad ve Tayarani, 2020).

Hastalik teshisine, tahminine, dnlenmesine, tedavisine, yonetimine ve antiviral ila¢ kesfine katkida
bulunarak COVID-19 salginin yayilmasini kontrol altina almak ve mevcut klinik prosediirlere yardimai
olmak amaciyla makine 6grenimi (ML) ve yapay zeka (Al) yaklagimlar: biiyiik ilgi toplamakta ve hizla
calismalar gelistirilmektedir (AlJame ve dig., 2020; Banerjee ve dig., 2020; Cabitza ve dig., 2021). Bu
yaklasimlarin; X-Ray, BT goriintiilerinin analizi ile tespit yontemleri ve laboratuvar ortaminda yapilan
kan 6rneklerinden elde edilen sonuglarin analizi ile tespit ¢alismalar1 olmak {izere ii¢ farkli yontem
tizerinde yogunlastig1 goriilmektedir.

Makine 6grenme yontemleri ile X-Ray ve BT goriintiileri ile COVID-19 tespit mekanizmalari, X-Ray
ve BT cihazlari ile gekilen akciger grafisi verilerinin modellenmesi esasina dayanmaktadir. Burada elde
edilen veriler ile yapilan analizlerde basarili sonuglar elde edilmektedir. Bununla birlikte goriintii almaya
yarayan cihazlardaki radyasyon yayma oranlari, cihaz sayisindaki yetersizlik ve yiiksek maliyetler bu
yontemle tespit mekanizmalarinin dezavantajli yonii olarak belirtilmektedir (AlJame ve dig., 2020). X-ray
ve BT goriintiileri ile tespit mekanizmalarmin ¢ogunlukla Derin Ogrenme (Deep Learning: DL)
yontemlerini kullandiklari goriilmektedir. DL yontemlerinden Tekrarlayan Sinir Aglari (RNN) ve
Evrisimsel Sinir Aglar1 (CNN) siklikla ¢alisilmistir. RNN yonteminde LSTM mimarisi, CNN yonteminde
ise GoogleNet, AlexNet, VGG16, InceptionResNetV2, ResNet34, ResNet50, DenseNet121, DenseNet169,
DenseNet201, VGG19, MobilenetV2, NasNetMobile, ve ResNetl5V2 mimarilerinin kullanildig:
goriilmiistiir. Bu ¢alismalarda kullanilan modellerin performans degerlendirme kriterlerine bakildiginda
ise; kullanilan modellerle elde edilen dogruluk (Accuracy) degerleri %73-%100 arasinda degismekte, F1-
skoru (F1-score) %69,13-%100 arasinda degismektedir (Ahsan ve dig., 2020; Bogu ve Snyder, 2021; Civit-
Masot ve dig., 2020; Hammoudi ve dig., 2020; Kamal ve dig., 2021; Loey ve dig., 2020; Maghdid ve dig.,
2020; Rajaraman ve dig., 2020; Singh ve dig., 2020; Shoeibi ve dig., 2020; Zheng ve dig., 2020). Bu
calismalarin yani sira, COVID-19 igin kullanilan DL yontemlerini ve yapay zeka yontemlerini aragtirip
inceleyen derleme ¢alismalar1 mevcuttur (Shorten ve dig., 2020; Syeda ve dig., 2021).

Son zamanlarda yapilan klinik c¢alismalar, COVID-19 hastalarinda kan parametrelerinin 6nemli
degisiklikler gosterdigini ve bu parametrelerin COVID-19 tamimlanmasini igin ilk taramada, rol
oynayabilecegini ortaya koymustur (AlJame ve dig., 2020; Fan ve dig., 2020; Formica ve dig., 2020; Gao ve
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dig., 2020). Bu baglamda COVID-19 tespit ¢alismalarinin yogunlastig1 ii¢lincii yontem olan laboratuvar
ortaminda elde edilen kan Ornekleri ile ilgili yapilan calismalar ise; tam kan sayimu ile ilgili verilerin
makine 6grenme yontemleri ile modellenip tespit edilmesi esasina dayanmaktadir.

Bu calismalarla ilgili literatiir taramas1 yapildiginda, ¢cogu arastirmacinin, Brezilya'nin Sao Paulo
kentindeki Israelita Albert Einstein Hastanesinden toplanan laboratuvar test sonuglari veri setini
kullandig: goriilmiistiir (AlJame ve dig., 2020; “Kaggle, Einstein Data4u”, 2020). Bu veri setinde bulunan
tam kan sayimi degerleri Navie Bayes (NB), Bayes Aglar1 (Bayesian Networks: BN), Yapay Sinir Aglar
(NN:Neural Network), Rastgele Orman (RF: Random Forest), Ekstra Agaclar (Extra Trees: ET), Lojistik
Regresyon (Logistic Regression: LR), Destek Vektor Makineleri (Support Vector Machines: SVM),
Gradient Boosted Agaclar1 (Gradient Boosted Trees: GBT), XGBoost, Gradient Boosting (GB), Kollektif
Ogrenme (Ensemble Learning: EL), GLMNET (Lassoelastic-Net Regularized Generalized Linear), Cok
Katmanli Algilayict (Multi Layer Perceptron: MLP) gibi ML algoritmalar1 ile egitilerek sonuglar
alimmistir(AlJame ve dig., 2020; Avila ve dig., 2020; Banerjee ve dig., 2020; Czako ve dig., 2020; de Moraes
Batista ve dig., 2020; Dlotko ve Rudkin, 2020; Mohammad ve Tayarani, 2020; Schwab ve dig., 2020; Soares,
2020; Yavas ve dig., 2020).

Bu calismada, literatiirde inceledigimiz diger ¢alismalarda yontem olarak ¢alisiilmamis, DSA yontemi
kullarularak rutin kan testlerinden COVID-19 tespit edilmeye calisilmistir. Ayn1 zamanda kullanilan veri
setindeki sinif dagilimi dengesizligini gidermek icin literatiirdeki calismalar, SMOTE algoritmas: iizerinde
odaklanmislardir (AlJame ve dig., 2020; Czako ve dig., 2020; de Freitas Barbosa ve dig., 2021; Soares, 2020;
Yavas ve dig., 2020). Bu calismada ise yeniden oOrnekleme algoritmalarinin performanslarini ortaya
koymak amaciyla SMOTE, ADASYN, Geometric SMOTE, Random UnderSampler, Random OverSampler
algoritmalar1 kullanilmis ve algoritmalarin DSA modeli ile performans 6lgiitleri ortaya konmustur

MATERYAL VE YONTEM (MATERIAL AND METHOD)

Bu boliimde, smniflandirma igin kullanilan modelin ayrintili agiklamasini yapilmistir. Ik olarak,
kullanilan veri kiimesini ve segilen 6zellikleri agiklanmistir. Veri hazirlama siireci i¢inde, veri kiimesi
yeniden drnekleme metotlar1 SMOTE, ADASYN, Geometric SMOTE, Random UnderSampler, Random
OverSampler ile dengesiz sinif 6zellikleri dengeli hale getirilme islemi agiklanmistir. Son olarak, DSA ile
siniflandirma ayrintilar1 agiklanmistir. Calismada kullanilan model Sekil 1'de gosterilmistir.

COVID-19 TESPIT MODELI

( D
Random OverSampler
9—4 = Random UnderSampler
iseti W ’
Veri Seti Oaniteik SMOTE
Secme
ADASYN
Geometric SMOTE
- J
Veri Seti-Oznitelik Segimi Yeniden Omekleme Derin Sinir Aglan Siniflandina

Sekil 1. COVID-19 tespit modeli
Figure 1. COVID-19 detection model
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Veri Seti ve Oznitelik Secimi (Dataset and Feature Selection)

Calismada Kaggle platformu tarafindan paylasilan Einstein Datad4u anonim veri seti kullanilmistir
(“Kaggle, Einstein Data4u”, 2020). Kaggle tarafindan paylasilan veri seti; Birezilya'min Sdo Paulo kentinde
bulunan Albert Einstein Hastanesine basvuran 5644 hastadan elde edilmistir. Veri seti 28 Mart 2020-3
Nisan 2020 tarihleri arasinda toplanan verilerden olusmakta olup; kan testleri, idrar testleri, SARS-CoV-2
testi, rt-PCR testi, influenza A viriislerinin varlig1 dahil olmak iizere 111 laboratuvar test sonucu niteligine
sahiptir. Klinik veriler, ortalama sifira ve birim standart sapmaya sahip olacak sekilde paylasan platform
tarafindan normalize edilmistir. Veri setinde hastaneye basvuran 5644 kisiden 558'i SARS-Cov2 pozitif,
5086 tanesi ise SARS-Cov2 negatif olarak tespit edilmistir.

Bu veri setinden 6zniteliklerin se¢imi; kan sayimu ilgili mevcut klinik c¢alismalar (Fan ve dig., 2020;
Formica ve dig., 2020; Gao ve dig., 2020) ve literatiirde bu veri seti ile yapilmis calismalar dikkate alinarak
yapilmistir (AlJame ve dig., 2020; Avila ve dig., 2020; Banerjee ve dig., 2020; Czako ve dig., 2020; de Moraes
Batista ve dig., 2020; Dlotko ve Rudkin, 2020; Schwab ve dig., 2020; Yavas ve dig., 2020). Ayn1 zamanda,
111 nitelikten %90"1n tizerinde eksik veri igeren nitelikler elimine edildiginde 39 nitelik kalmaktadir. Kalan
nitelikler i¢inde bir tanesi hastaya ait id numaras, ii¢ tanesi ise hastanin alindig1 servis ile ilgilidir. Segilen
Oznitelikler Cizelge 1 de gosterilmistir.

Tim veri setinden Cizelge 1'deki 6znitelikler secildikten sonra satirlar diizeyinde %70’in iistiinde
doluluk ihtiva eden 602 veri segilmistir. Eksik olan veriler ortalama yerine koyma metodu ile
tamamlanmuisgtir.

Sekil 2'de gosterildigi gibi SARS-Cov-2 niteligi 519 (%86,3) negatif, 83 (%13,7) pozitif deger
icermektedir. Veri seti icinde “positive” ve “negative” seklinde yer alan degerler; “negative” igin 0,
“positive” icin 1 olacak sekilde etiketlenmistir. “Negative” nitelik sayisinin “positive” nitelik sayisindan
¢ok fazla olmasindan dolay1r hedef nitelikte dengesiz bir dagilhim goriilmektedir. Bu dengesizligin
giderilmesi icin yeniden 6rnekleme (Resampling) yontemleri kullanilmistir.

500
400

300

Say!

100

0 -

0 1
SARS-Cov-2

Sekil 2. SARS-Cov-2 pozitif ve negatif sayilar
Figure 2. SARS-Cov-2 positive and negative counts
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Cizelge 1. Veri seti 6znitelikleri ve istatistikleri
Table 1. Dataset feature and statistics
. - A Eksik
. Veri Standart En Kiigiik En Biiyiik .
Oznitelikler Savist Ortalama Sapm Deser Deser Veri
ay1s apma ege ege Orant %
Creatinine 423 0,004102216  0,998792901 -2,389998674 5,053571701 29,73
Proteina C reativa mg/dL 502 0,003367328 1,004205154 -0,535362244 8,02667141 16,61
SARS-Cov-2 exam result 602 0,137873754  0,345054141 0 1 0
Hematocrit 602 -0,001267365 1,001178115 -4,501419544 2,662703753 0
Hemoglobin 602 -0,000899624 1,001418474 -4,345602989 2,671867847 0
Platelets 602 -3,535003563 1,000831594 -2,5524261 9,53203392 0
Mean platelet volume 599 7,43814225 1,000835769  -2,457574606 3,713052034 0,5
Red blood Cells 602  8,424446978  1,000831604 -3,970608234 3,645706177 0
Lymphocytes 602 -7,866736362 1,000831601 -1,865069628 3,764099598 0
Mean corpuscular he-
moglobin concentration | 602 1,014863142  1,000831599 -5,431808472 3,331070662 0
(MCHCQ)
Leukocytes 602 6,215832763  1,000831604 -2,020302534 4,522041798 0
Basophils 602 -6,633739537 1,000831604 -1,140143752 11,07821941 0
Mean ~corpuscular he-| ) 5 153000945 1,000831602 -5,937603951 4,098546028 0
moglobin (MCH)
Eosinophils 602  7,206147097 1,0008316 -0,835507691 8,350875854 0
M 1 -
ean COTpUSCWIAr VO™| 0o 4155369497 1,000831604 -5,101581097 3,410979986 0
lume (MCV)
Monocytes 601 -3,220113667 1,000832984 -2,163721323 4,533397198 0,17
Neutrophils 513 5,908361247  1,000976086 -3,339774609 2,535929203 14,78
Urea 396  0,000921818 1,002359765 -1,630410194 11,24656868 34,22
Red blood cell distribu-
tion width (RDW) 602 1,020432509  1,000831602 -1,598094344 6,982183933 0
Potassium 370 -0,001845544 1,002074329 -2,283079386 3,401634932 38,54
Sodium 368 0,001171902  1,000792239 -5,246945858 4,096930027 38,87

Yeniden Ornekleme (Resampling)

Dengesiz veri setlerinde siruf dagilimini degistirerek sinif dagilimini dengeli hale getirmek igin bazi
on isleme adimlari kullanilmaktadir. Siuf dagilimi dengeli hale getirilirken Yeniden Ornekleme
(Resampling) teknikleri kullanilmaktadir. Yeniden ornekleme, veri setini gercek veri seti kullanilarak
yeniden yapilandirma islemi olarak tanimlanmaktadir. Yeniden 6rnekleme yontemleri {i¢ baslik altina
toplanabilmektedir (Ankara ve Sahinturk, 2019; Galar ve dig., 2011; Haixiang ve dig., 2017):

Rastgele Veri Cikarma (Random Undersampling): Sayica ¢ok olan smif 6rneklerinin rastgele ortadan
kaldirilmast ile dengesizligi gidermeyi amaglayan yeniden 6rnekleme yontemidir (Ankara ve Sahinturk,
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2019).

Rastgele Agir1 Ornekleme (Random Oversampling): Azinlik sinif etiketi drneklerini sayisi fazla olan
simif etiketine yaklastirmak igin rastgele ¢ogaltilmasi ile dengesizligi gidermeyi amaclayan yeniden
Ornekleme yontemidir (Ankara ve Sahinturk, 2019).

Sentetik Veri Uretme (Synthetic samples): Verilerin yetersiz olmasi halinde orijinal veri seti ele
alinarak yapay veri iiretilerek dengesizligi gidermeyi amaglayan yeniden drnekleme yontemidir. Bu
yontemde kullanilan yaygin algoritmalar SMOTE, ADASYN ve Geometric SMOTE gibi algoritmalardir
(Ankara ve Sahinturk, 2019).

Calismada simif dagilimini dengelemek icin; Python imbalanced-learn kiitiiphanesi kullanilmistir. Bu
kiitiiphane kullanilarak; Random OverSampler, Random UnderSampler, SMOTE, Geometric SMOTE,
ADASYN algoritmalari ile yeniden 6rnekleme yapilmistir.

Derin Sinir Aglar1 (Deep Neural Networks)

DSA, giris katmani, ¢ikis katmam ve birden ¢ok gizli katmam olan bir sinir ag1 olarak ifade
edilmektedir. DSA’'nin her katmaninda ele alinan problemle ilgili gikarilan 6znitelikler 6grenilmekte ve
s0z konusu katmanda oOgrenilen Oznitelikler, kendisinden sonra gelen katman igin girdi degerlerini
olusturmaktadir. Bu sayede birinci katmandan baslayarak nihai katmana dogru 6zniteliklerin 6grenilerek
gidildigi bir ag yapis: olusturulmus olmaktadir (Tokmak ve Kiigiiksille, 2019). Bir giris katmani, 2 adet
gizli katman ve bir ¢ikis katmanina sahip bir DSA Sekil 3'te gosterilmistir.

;s
B
B

Gizli Katman 1 Gizli Katman 2 (ilos Katmam

Sekil 3. Derin sinir ag1 yapisi

Figure 3. Deep neural network structure

Sekil 3'teki DSA yapisinda dairelerle temsil edilen néronlar, agirlik degeri, bias ve aktivasyon
fonksiyonuna sahiptirler. Noronlar giris degeri ve agirliklarin carpilmasindan sonra, bias degeri eklenerek
bir ¢ikis degeri iiretirler bu ¢ikis degerini kontrol etmek i¢in yani ndronun aktif olup olamayacagina karar
vermek i¢in aktivasyon fonksiyonu kullanilmaktadar.

DSA; dogal dil isleme, goriintii isleme, ses tanima, zaman serisi analizi, zararli yazilim tespiti gibi
bir¢ok alanda kullanilmaktadir ((Barros ve dig., 2017; Cui ve dig., 2018; Kolosnjaji ve dig., 2016; Mezgec
ve dig., 2019; Tokmak ve Kiigiiksille, 2019; Zeyer ve dig., 2017)

Bu calismada veri seti 6n isleme adimlarindan sonra elde edilen 6znitelikler kurulan bir DSA ile
modellenmistir. DSA modeli Python kullarularak olusturulmus ve sklearn, numpy, keras pandas
kiittiphaneleri kullanilmistir. Modelleme sirasinda verilerin rastgele %801 egitim, %20’si test icin
ayrilmistir. Kurulan DSA modeli bir adet giris katmani, 3 adet gizli katman ve 1 adet ¢ikis katmaru
icermektedir. Gizli katmanlar 200 adet diigiimden olusmaktadir. Giris katmani ve gizli katmanlarda
aktivasyon fonksiyonu olarak Rectifier Lienar Units (RELU) kullanilmigtir. Cikis katmaninda kullanilan
aktivasyon fonksiyonu ise sigmoid’dir. Modeli egitmeden &nce 6grenme siirecinin yapilandirmasi islemi
compile fonksiyonu yardimu ile gergeklestirilmistir. Bu fonksiyona 6grenme hizini ayarlayan fonksiyonu
belirlemek icin gerekli olan optimizer parametresi olarak adam, model ikili bir siniflandirma igerdigi igin
loss parametresi binary_crossentropy ve modelin performansini degerlendirmek igin kullanilacak
fonksiyonu belirlemek i¢in verilen metrics parametresine accuracy degerleri verilmistir. Son olarak model
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fit fonksiyonu kullanilarak egitilmistir. fit fonksiyonuna modeli egitmek icin ka¢ defa galisacagim
belirleyen epoch parametresi 30 ve verileri kagar kacar alacagin belirleyen batch_size parametresi 10
olarak verilmistir. Kurulan model Sekil 4'te gosterilmistir.

Kurulan modelin basariminin degerlendirilebilmesi i¢in kullanilan; dogru smiflandirilan simf
orneklerinin orani olan dogruluk degeri Esitlik 1’de, pozitif olarak tahmin edilen 6rneklerin gercekte ne
kadarinin pozitif oldugunu ifade eden kesinlik (precision) degeri Esitlik 2’de, gercek pozitif degerlerin ne
kadarinin dogru oldugunu ifade eden duyarlilik (recall) degeri Esitlik 3'te, kesinlik ve duyarlilik
degerlerinin harmonik ortalamasi olan Fl-skoru (F1 score) Esitlik 4'te, ROC AUC egrisi ¢izilirken
kullanilan TPR degeri Esitlik 5'te ve FPR degeri Esitlik 6’da gosterilmistir.
mput: | (None, 20)
output: | (None, 20)

dense 492 input: InputLayer

input: | (None, 20)

dense 492: Dense
output: | (None, 200)

mput: | (None, 200)
output: | (None, 200)

dense 493: Dense

mput: | (None, 200)
output: | (None, 200)

dense 494: Dense

y
mput: | (None, 200)

output: | (None, 1)

dense_495: Dense

Sekil 4. Kurulan DSA modeli

Figure 4. Deep Neural Networks structure
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Saglik alaninda ML modelleri ile alinabilecek klinik kararlar, hastalarin yasamlari agisindan
o6nemlidir. Bu nedenle, bu uygulamalarda, hem dogru hem de yorumlanabilir tahmin modellerine sahip
olmak 6nem arz etmektedir (AlJame ve dig., 2020). Bu baglamda modeli yorumlamak amaciyla, tahmin
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edilen ¢iktinin belirlenmesinde her bir 6zelligin 6nemini degerlendirmek icin SHAP teknigi (Lundberg ve
Lee, 2017) kullanilmistir. SHAP tekniginde her 6zelligin tahmine katkisini agiklayan Shapley degerlerine
dayali olarak model yorumlanabilmektedir (Rodriguez-Pérez ve Bajorath, 2020). Ayrica kurulan modeli
kullanarak yeni girilecek veriler igin tahmin yapabilmek amaciyla, Sekil 5teki uygulama PyQt
kullanilarak gelistirilmistir.

Covid19 Tahmin - [Preview] — Qt Designer x
Creatinine || | Basophils
Proteina C reativa mg/dL Mean corpuscular

hemoglobin (MCH)
Hematocrit Eosinophils

Hemoglobin
Mean corpuscular volume

Platelets Monocytes
Mean platelet volume Neutrophils
Red blood cells Urea
Lymphocytes Red blood cell
Mean corpuscular distribution width
hemeoglobin Potassium
concentration (MCHC)
Leukocytes Sodium

Sonug

MNEGATIF

Sekil 5. COVID-19 tahmin uygulamasi
Figure 5. COVID-19 prediction application
BULGULAR (RESULTS)

COVID-19 hastaliginin neden oldugu diinya ¢apinda, halk sagligini tehdit eden salgin; farkli arastirma
gruplarini ve arastirmacilar1 COVID-19'un teshisini olabildigince otomatiklestirmek amaciyla ML
uygulamalari gelistirmeye motive etmis durumdadr.

Bu calismada, COVID-19 hastaliginin tespiti amaciyla, veri seti igindeki sinif dengesizligi yeniden
ornekleme metotlar1 kullanilarak giderilmis ve kurulan DSA modeline girdi olarak kullanilmistir. Kurulan
DSA modeli ile veriler egitilmis ve teste tabi tutulmustur. Calismada kurulan tespit sistemi ile hem DSA
modelinin performans: hem de yeniden 6rnekleme metotlarinin performansi, model performans 6l¢iitleri
ile ortaya konmustur ve Cizelge 2’de gosterilmistir ve Cizelge 3’ te ise Onerilen ¢alisma ve ayni veri setini
kullanan ¢alismalarin kullandig1 modeller ve bu modellerden elde ettigi en yiiksek oranlar gosterilmistir.

Modelin egitilip test verisi ile test edilmesinden sonra elde edilen en yiiksek dogruluk oran1 %98,5 ile
Random OverSampler algoritmasi ile elde edilmigtir. Yine modelin bagarimini belirleyen kesinlik oramn
%99, duyarlilik orant %99, F1 skoru %99, ROC-AUC orani %98,5 olarak elde edilmistir. Dogruluk oram
en diisiik olan algoritma ise; %82,3'liikk dogruluk orani elde edilen Random UnderSampler algoritmasi
olmustur. Bu algoritmanin diger basarim kriterleri de ¢alismada kullanilan diger algoritmalara gore daha
diisiik oranda olup kesinlik orani %83, duyarlilik orant %82, F1 skoru %82, ROC-AUC oran1 %86,2 olarak
elde edilmistir. Sentetik veri iiretme algoritmalar1 SMOTE ve ADASYN algoritmalar1 ile %95 oraninin
lizerinde degerlere eriserek birbirine yakin sonuglar alinmistir. Ancak Geometric SMOTE algoritmasi
%88'ler diizeyinde kalarak bu algoritmalarin gerisinde kalmigstir. Kullanilan modelin yeniden 6rnekleme
algoritmalari ile elde edilen dogruluk degerleri Sekil 6’da ve ROC-AUC egrisi Sekil 7’de gosterilmistir.
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Cizelge 2. Model performans olg¢titleri
Table 2. Model performance metrics

Algoritmalar Kesinlik Duyarlilik F1-skoru (F1- ROC Dogruluk

(Precision) (Recall) score) AUC (Accuracy)
SMOTE 0,96 0,96 0,96 0,983 0,961
Geometric SMOTE 0,88 0,88 0,88 0,930 0,884
ADASYN 0,98 0,98 0,98 0,990 0,976
Random UnderSampler 0,83 0,82 0,82 0,862 0,823
Random OverSampler 0,99 0,99 0,99 0,985 0,985

Model Dogruluk Degerleri

e

7
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Epok
Sekil 6. Dogruluk degerleri
Figure 6. Accuracy values
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Sekil 7. ROC-AUC egrisi
Figure 7. ROC-AUC Curve

Sekil 8, COVID-19'un pozitif durumlar ile ilgili olarak 6zellik énemini, her bir 6zelligin modelin
dogruluguna katkisim gostermektedir. Bu grafikte sadece dogrulugu en yiiksek olan Random
OverSampler algoritmasina ait modelde elde edilen SHAP degerleri gosterilmistir. Buna gore
“Eosinophils”, “Leukocytes”, “Plateles” niteliklerinin COVID-19 pozitif vakalarin belirlenmesinde tahmin

modeline en fazla katkida bulundugu goriilmektedir. En az katkist olan niteliklerin ise “Potassium” ve
“Urea” oldugu goriilmektedir.
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Sekil 8. SHAP degerleri
Figure 8. SHAP values

Cizelge 3. Ilgili calismalarin yontemleri ve model performans olgtitleri
Table 3. Methods of related works and performance metrics
Dogruluk Duyarlilik  Ozgiilliik ROC F1-Skoru
1 1 1
Galigmalar Mode (Accuracy) (Recall) (Specificity) AUC  (F1-Score)
Soares, 2020 SVM 70,25% 85,98 86,78% -
ANN, LR,
Banerjee vd., 2020 GLMNET, 61-90 43-85 81-91 65-95 -
RF
NN, RF,
de Moraes Batista vd., 2020 GBT, LR, 68 85 85 78
SVM
MLP, SVM,
de Freitas Barbosa vd., 2021 | RT, RF, BN, 95,159 96,8 93,6
NB
Avila vd., 2020 NB 76,6
Yavas vd., 2020 YSA 90 90 91
LR, NN,
Schwab vd., 2020 SVM, RF, 75 59 66
GB
Czako vd., 2020 RF, ET 98.7 98,3 98,2
ET, RF, LR,
AlJame vd., 2020 XGBoostT 99,94 99,38 99,99 99,94
Onerilen Calisma DSA 98,5 99 98,5 99

SONUCLAR (CONCLUSIONS)
COVID-19 hastalarinin erken donemde tespit edilmesi ve hastaya zamaninda miidahale edilmesi

salginin yayilmasinin Onlenmesi icin kritik bir 6neme sahiptir. Son yapilan g¢alismalarda, COVID
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hastalarinin ilk taramasi igin rutin kan testlerinin kullanildig1 ortaya konmus ve kan testlerinin nispeten
hizli, daha ucuz olmasi ve bir¢ok saglik kuruluslarinda kolayca yapilabilir olmasi gercegiyle
desteklenmistir. Bu arastirmalarda Navie Bayes (NB), Bayes Aglar1 (Bayesian Networks: BN), Yapay Sinir
Aglar1 (ANN:Artificial Neural Network), Rastgele Orman (RF: Random Forest), Ekstra Agaclar (Extra
Trees: ET), Lojistik Regresyon (Logistic Regression: LR), Destek Vektor Makineleri (Support Vector
Machines: SVM), Gradient Boosted Agagclar1 (Gradient Boosted Trees: GBT), XGBoost, Gradient Boosting
(GB), Kollektif Ogrenme (Ensemble Learning: EL), GLMNET (Lassoelastic-Net Regularized Generalized
Linear), Cok Katmanli Algilayiaa (Multi Layer Perceptron: MLP) gibi farkli ML algoritmalar
kullanilmigtr.

Bu calisma ile de DSA modeli kullanilmis, dengesiz sinif dagiliminin giderilmesi noktasinda yeniden
ornekleme algoritmalarinin performanslari da degerlendirilmistir. %82,3 ile %98,5 oraminda dogruluk
degerlerine erisilmistir. %98,5 ile Random OverSampler algoritmasi ile en yiiksek dogruluk orani elde
edilmistir. Modelin performans ol¢litlerinden kesinlik oram1 %99, duyarlilik orani %99, F1 skoru %99,
ROC-AUC orani %98,5 olarak elde edilmistir. Onerilen ¢alismada elde edilen &lgiitlerin oldukca basarili
oldugu goriilmektedir. Her ne kadar AlJame vd., 2020 ¢alismasinin sonucunda paylastiklar1 6l¢iitlerin
%99,9 seviyelerinde olsa da; kullandiklar: 19 nitelikten sadece 2 tanesi tam dolu, digerleri ise %89,32 ile
%99,77 oraminda eksik veri igermektedir. Ornegin, “Albumin” niteligi icin 5644 satirdan sadece 13 tanesi
veri icermektedir. Dolayisiyla calisma evrenini tam olarak temsil edip etmedigi tartisiimalidur.

Kurulan modelin bir saglik¢1 goziiyle yorumlanabilmesi noktasinda modelin basarisinda etkisi olan
niteliklerin 6nem siralamasi ortaya konmustur. Ayrica kurulan modeli kullanarak yeni girilecek veriler
i¢in tahmin yapabilmek amaciyla bir uygulama gelistirilmistir.

Bununla birlikte, COVID-19 teshisinde ML modellerinin otomatik ve dogru olarak ilerletilebilmesi ve
gelistirilmesi icin, saglik uzmanlarinin rehberliginde kan degerlerinin yani sira farkli semptomlari ve/veya
tibbi goriintiileme cihazlarindan alinan veriler ile birlestirildigi yiiksek kaliteli veri kiimeleri ile
calismalarin yapilmasi faydali olacaktir.
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