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Cok zamanl polarimetrik SAR verileri ile tarimsal Urunlerin
siniflandirilmasi

Mustafa Ustiiner™®| Fiisun Balik Sanli*

YYildiz Teknik Universitesi, Davutpasa Kampiisii, Insaat Fakiiltesi, Harita Miihendisligi Béliimii, Esenler, istanbul, Tiirkiye.

Oz: Bu ¢alisma, ¢ok zamanli Polarimetrik SAR (Polarimetrik Sentetik A¢iklikli Radar, POISAR) goriintiilerinin tarimsal iirtinlerin
smiflandirilmasimdaki kullanimimi arastirmaktadir. Cok zamanly PolSAR gériintiileri, dzellikle zamansal izlemenin énemli oldugu tarim
projelerinde énemli avantajlar saglamaktadir. Bu ¢alisma kapsaminda, bes farkly tiriiniin (miswr, patates, bugday, ay¢icegi ve yem bitkisi)
smiflandirilmast amaciyla ii¢ farkli makine o6grenme algoritmasi (hafif gradyan hizlandirma makineleri (Light Gradient Boosting
Machines, LightGBM), rastgele orman (RO) ve destek vektor makineleri (DVM)) kullanilmistir. PolSAR verisi olarak, ¢ok zamanl
Radarsat-2 SAR goriintiilerine ait dogrusal geri sagilim degerlerini i¢eren orijinal bantlar kullamilmistir. Siiflandirmalara iligkin genel
dogruluk degerleri LightGBM, RO ve DVM algoritmalar: i¢in swrasiyla 0.857 (£0.026), 0.855 (£0.033) ve 0.834 (x0.039) olarak elde
edilmistir. McNemar testi sonuglarina gore, en yiiksek iki simiflandirma dogrulugu arasindaki farkin istatistiksel olarak anlaml olmadig
goriilmiistiir. Simiflandirma sonuglarimin degerlendirilmesi asamasinda k-katlamali ¢capraz dogrulama yontemi kullanilmistir. Ayrica bu
sonuglar, ¢ok zamanli PolSAR verilerinin tarimsal iiriinlerin siniflandiriimasinda etkin bir sekilde kullanilabilecegini gostermistir.

Anahtar Sozciikler: Polarimetrik SAR, Siniflandirma, Uzaktan algilama, Tarim

Crop classification using multi-temporal polarimetric SAR data

Abstract: This study evaluates the use of multi-temporal Polarimetric SAR (Polarimetric Synthetic Aperture Radar, PoISAR) images for
crop classification. Multi-temporal polarimetric SAR images could be very advantageous for crop classification especially in time-critical
agricultural projects. Within this research, three types of machine learning algorithms (light gradient boosting machines (LightGBM),
random forest (RF) and support vector machines (SVM)) were utilized for the classification of five crops (maize, potato, wheat, sunflower,
and alfalfa). From the multi-temporal PolISAR data, the original features (i.e. linear backscatter coefficients) of Radarsat-2 were extracted
and incorporated into the classification step. The overall classification accuracies were obzained as 0.857 (+0.026), 0.855 (+0.033) and
0.834 (+0.039) for LightGBM, RF and SVM, respectively. The difference between the accuracies obtained by LightGBM and random forest
(RF) was found to be statistically non-significant based upon the McNemar’s test. K-fold cross validation was used to assess the
classification results. Furthermore, these results showed the added benefits of multi-temporal PolSAR data for crop classification.
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-on zamanli polarimetrik SAR verileri ile tarimsal Urtnlerin siniflandiriimasi

1. Giris

Bolgesel ve kiiresel 6l¢ekte tarim alanlarinin sistematik ve dogru bir sekilde izlenmesi, bir¢ok tarim uygulamasi i¢in 6nem
arz etmektedir. Tarimsal {irtinlerin zamana bagli dinamik olarak degisen yapilarindan dolay, iiriin deseni tespiti ve rekolte
(y1llik tiriin) tahmini gibi uygulamalarda ¢ok zamanli uydu goriintiilerine ihtiyag duyulmaktadir (McNairn & Shang, 2016;
Larrafaga & Alvarez-Mozos, 2016). Zamansal izlemenin kritik 6neme sahip oldugu tarim projelerinde optik gériintiilere
nazaran, iklim kosullarindan bagimsiz goriintii elde edilebilme avantaji nedeniyle SAR (Sentetik A¢iklikli Radar) goriintiileri
siklikla tercih edilmektedir. Tarimsal iiriinler farkli biiylime evrelerinde farkli geri sagilim degerlerine sahip oldugundan,
iiriin tlirlerinin dogru siniflandirilmasinda ¢ok zamanli ve ¢ok polarizasyonlu verilere ihtiyag oldugu ¢ogu bilimsel ¢alismada

acikea ispatlanmistir (McNairn & Brisco, 2004; Jiao vd., 2014; Huang, Wang, Shang, Liao & Liu, 2017).

Hedef {iriin tiiriine iliskin geri sa¢ilim degeri, kullanilan SAR algilayicisinin 6zellikleri ve hedef objenin geometrik/fiziksel
yapisi arasindaki iliskiye baglidir. Tam polarimetrik (full polarimetric) SAR verileri (PoISAR), tekli ya da ikili polarizasyona
sahip SAR verilerine kiyasla hedef objenin karmagik yapisi hakkinda daha detayli bir bilgi saglamaktadir. PolISAR
goriintiileri, arazi ortiisii ve kullanimi tespitinden deniz buzullarinin tespit edilmesine, kentsel alanlarin siniflandirilmasindan
ormanlik ve tarim alanlarinin simflandirilmasina kadar genis bir kullanim alanina sahiptir. Niu ve Ban (2013) kentsel arazi
orttisii smiflandirilmasi amaciyla ¢ok zamanli Radarsat-2 verilerinden faydalanmiglardir. Maghsoudi, Collins, ve Leckie
(2013) ¢alismalarinda, destek vektér makinalar1 (DVM) siniflandirma algoritmasi ve Radarsat-2 verilerinden faydalanarak
kutupaltt ormanlik alanlarin siniflandirilmasi iglemini gerceklestirmislerdir. Calismalarinda ¢ok zamanli TerraSAR-X SAR
goriintiilerinden faydalanan Ressel, Singha, Lehner, Rosel ve Spreen (2016) ise deniz buzu siniflandirilmasi amaciyla SAR
goriintiilerinden {iretilen polarimetrik 6zellikleri kullanmislardir. Gui, Xu, Wang, Yang ve Pu (2018) ise ¢alismalarinda,

PoISAR verilerinden ve genellestirilmis sifir-atis 6grenmesi (generalized zero-shot learning) tekniginden faydalanmiglardir.

Radar sinyali, tarimsal {iriinlerin geometrik yapisi ve biyofiziksel parametrelerine karsi duyarlidir ve bu 6zelligi nedeniyle de
iiriin deseni tespiti ve izlenmesi vb. caligmalarda 6nemli katkilar saglamaktadir (Lee & Pottier, 2009; Schmullius, Thiel, Pathe
& Santoro, 2015; Tamiminia, Homayouni, McNairn & Safari, 2017). Cok zamanli tam PolSAR verileri (Radarsat-2,
UAVSAR, ALOS-2/PALSAR-2) tarimsal {irtinlerin simiflandirilmasinda siklikla tercih edilmektedir. Ma, \Wang, Shang ve
Wang (2013) yaptiklar1 ¢alismada, tarimsal {iriinlerin siniflandirilmasi igleminde ¢ok zamanli Radarsat-2 PoISAR uydu
goriintiilerinden faydalanmis ve en ¢ok benzerlik siniflandirma yéntemini kullanmiglardir. Liu, Shang, VVachon, ve McNairn
(2013), test alan1 Kanada’nin Ontario eyaletinde yeralan ¢aligmalarinda, ¢cok zamanli Radarsat-2 PoISAR goriintiilerinden
iiretilmis Pauli polarimetrik ayrigtirma (polarimetric decomposition) teknigine dayali polarimetrik 6zellikleri (features)
kullanmislardir. Jiao vd. (2014) ise tarimsal {iriin smiflandirilmasi isleminde, ¢ok zamanli Radarsat-2 goriintiilerinden
tiretilmis  Cloude-Pottier ve Freeman-Durden polarimetrik ayrigtirma tekniklerine ait polarimetrik 6zelliklerden
faydalanmuglardir. Caligmalari kapsamimda obje tabanli simiflandirma yéntemini kullanmuslardir. Larrafiaga ve Alvarez-
Mozos (2016) ise tarimsal iriinlerin siniflandirilmasi amaciyla ¢ok zamanli Radarsat-2 goriintiilerinden ve polarimetrik
ayristirma tekniklerinden elde edilmis polarimetrik &zelliklerden faydalanmiglardir. Caligmalar1 kapsaminda obje tabanli
rastgele orman (RO) algoritmasi kullanmilmigtir. \alcarce-Dineiro, Arias-Pérez, Lopez-Sanchez ve Sanchez (2019) tarimsal
triinlerin smiflandirilmas1 amaciyla yaptiklart ¢aligmalarinda, ¢ok zamanli Radarsat-2 ve Sentinel-1 SAR uydu

goriintiilerinden faydalanmislardir. Caligmalar1 kapsaminda C5.0 karar agaglari siniflandirma algoritmasi kullanilmustir.

Son yillarda makine 6grenmesi ve bilgisayarli gorii alanlarindaki gelismeler ile birlikte, yeni nesil makine 6grenme
algoritmalar1 kargimiza ¢ikmakta ve bu algoritmalarin uzaktan algilama alanindaki uygulamalar1 da giderek artmaktadir.

Ozellikle bu gelismeler, yeni nesil topluluk 6grenme (ensemble learning) algoritmalarinin ortaya ¢tkmasina neden olmustur.
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Yeni nesil topluluk 6grenme algoritmalarina Kanonik korelasyon ormani (canonical correlation forest), asirt gradyan
hizlandirma (extreme gradient boosting), hafif gradyan hizlandirma makinalar1 (light gradient boosting machines,
LightGBM) ve derin orman (deep forest) algoritmalar1 6rnek olarak verilebilir (Xia, Yokoya & lwasaki, 2017; Georganos
vd., 2018; Ustiiner & Balik Sanli, 2019; Boualleg, Farah & Farah, 2019).

Bu ¢alismada, ¢ok zamanli Radarsat-2 POISAR uydu goriintiilerinin tarimsal triinlerin siniflandirilmasindaki kullanimi
aragtirtlmistir. Calisma kapsaminda ii¢ farkli makine &grenme algoritmasi kullanilmis ve siniflandirma performanslari
kargilastirilmistir. Smiflandirma sonuglarinin analizi agamasinda k-katlamali ¢apraz dogrulama (k-fold cross validation)
yontemi kullanilmigtir. Ayrica, elde edilen siniflandirma dogruluklari arasindaki farklarin istatistiksel olarak anlamli olup

olmadig1 ise McNemar testi kullanilarak analiz edilmistir.

2. Galisma Alani ve Kullanilan Veri

Calisma alan1 Konya sehir merkezinin 65 km kuzeyinde yer almaktadir ve yaklasik olarak 42 km?’ lik bir alana sahiptir.
Genig diizliiklere sahip Konya ovasi iilkemizin en biiyiik ovasidir ve iilke tariminda 6nemli bir paya sahiptir. Test alani
tamamen tarim Uriinleri ile kaplhidir ve alanda bes farkli {iriin tiirii bulunmaktadir (yem bitkisi, misir, patates, aygicegi ve
bugday) (Sekil 1). Uydu goriintiilerinin alim tarihi ile es zamanli olarak arazi ¢aligmasi gerceklestirilmis ve tarlalarda tarimsal
tirtin tiirlerine iligkin el GPS’1 ile 6rnek noktalar toplanmistir. Daha sonra bu noktalar, siniflandirma isleminde kullanilmak
tizere kaydedilmistir. Caliyma kapsaminda dort farkli alim tarihine ait tam polarimetrik Radarsat-2 PolSAR uydu goriintiileri

kullanilmistir (Tablo 1).

Tablo 1: Gériinti alim tarihleri

Tarihler
13.06.2016
07.07.2016
31.07.2016
24.08.2016

Gorintiler tek bakish karmasik (single look complex) goriintii formatinda elde edilmistir. Calismada kullanilan goriintiiniin

ozellikleri Tablo 2’de gosterilmistir.

Tablo 2: Radarsat-2 gériintii ézellikleri

Algilayici Radarsat-2
Dalga Boyu C-Band (5.6 cm)
Coziiniirlik 4.7 m x5.1 m (Menzil x Azimut)
Gelis Agist 40°
Polarizasyon (Alim Modu) Tam Polarimetrik (DD, YY, DY, YD)
GOriintli Formati Tek Bakigli Karmagik

Tablo 2°de verinin polarizasyon bilgisine dair olarak D ve Y harfleri, diisey ve yatay polarizasyonlar1 temsil etmektedir.

Siniflandirma isleminde ve dogruluk analizinde kullanilan yer gerceklik verisine iliskin piksel sayilar1 Tablo 3’te
goriilmektedir. Smiflandirma sonuglarmmin degerlendirilmesi asamasinda 5-katlamali ¢apraz dogrulama yontemi

kullanilmustir.
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Sekil 1: Calisma alani

Tablo 3: Yer gercekligi verisi

Simif Yer Gercekligi Verisi (Piksel)
Yem Bitkisi 5460
Misir 5581
Patates 6093
Aycicegi 5361
Bugday 5481

3. SAR Verilerinin islenmesi

SAR goriintiillerden bilgi cikarimi igleminden o6nce (siniflandirma isleminden Once), goriintii Onisleme adimlarinin
gerceklestirilmesi gerekmektedir (Sekil 2). Bu iglem adimlari Avrupa Uzay Ajansi’nin iicretsiz olarak sagladigi SNAP
(Sentinel Application Platform) yazilim1 (versiyon 6.0) ile gergeklestirilmistir. ilk islem adimi olarak goriintiiniin radyometrik
(sigma nought) kalibrasyonu yapilmigtir. “Sigma nought” kalibrasyonu, SAR goériintiilerinde dogrusal geri sac¢ilim

degerlerinin elde edilmesi agamasinda kullanilan temel bir islem adimidir.

e ’ - Benek
PolSAR Verisi > Kalibrasyon » Eiltraleme
Cok zamanl Garantunin
PolSAR veriseti € Geotiff olarak < Ortorektifikasyon
olusturulmas kaydedilmesi

Sekil 2: SAR verilerinin islenmesi

Bu islem adiminin ardindan benek (speckle) etkisini azaltmak amaciyla goriintilye 3x3 Gamma Map filtresi uygulanmistir.

SAR goriintiilerinde benek filtreleme amaciyla literatiirde sik kullanilan bir filtre olmasi nedeniyle bu filtre tiirii secilmigtir.

Jeo. Jeolnf. Derg., 2020, 7(1):1-10
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Daha sonra ise goriintiiye 30 metrelik SRTM (Shuttle Radar Topography Mission) sayisal yiikseklik modeli yardimiyla arazi
diizeltmesi (terrain correction) iglem adimi uygulanmistir. En son islem adimi olarak ise bantlardaki piksel degerleri, radar
geri sagilim (dB) degerine doniistiiriilmiis ve goriintiiler 10 metreye yeniden rneklenmistir. Bu temel 6nisleme adimlar1 diger

ti¢ farkl: tarihe iligkin goriintiiler i¢in de uygulanmig ve ¢ok zamanli bir veri seti olusturulmustur.

4. Siniflandirma Algoritmalari

Bu calisma kapsaminda, {i¢ farkli makine 6grenme algoritmast (LightGBM, RO ve DVM) kullanilmistir. Kullanilan
algoritmalardan LightGBM ve RO algoritmalari karar agaglari tabanli topluluk 6grenme algoritmalarindandir (Ke vd., 2017;
Saner, Kesici, Mahd, Yaslan & Geng, 2019). Ozellikle son yillarda uzaktan algilama verilerinin boyut ve hacmindeki artis,
aragtirmacilar1 daha hizli, optimize galisan ve yiiksek basarimli sonuglar veren yontemlerin arayisina sokmustur. LightGBM
algoritmasi da bu amaca yonelik olarak, Microsoft'un “Dagitik Makine Ogrenmesi Yazilimi (Distributed Machine Learning
Toolkit)” isimli projesi kapsaminda gelistirilmigtir (URL-1). DVM ise maksimum-marjin tabanl bir 6grenme algoritmasidir
(Melgani & Bruzzone, 2004).

LightGBM algoritmasi, hizli, dagitik ve yliksek basarimli sonuglar veren gradyan hizlandirma ¢atis1 altinda c¢alisan karar
agaci tabanli bir makine Ogrenme algoritmasidir (URL-2). Bu algoritmay1 diger karar agaci tabanli §grenme
algoritmalarindan ayiran bir 6zelligi, karar agaglarinin egitimi asamasinda yaprak odakli (leaf-wise) biiylime stratejisini
kullanmasidir (Ke vd., 2017; Saner vd., 2019; Li, Ding, Chen, Wang & Yang, 2019). Cogu karar agaci tabanli yontem, agacin
seviyesine odakli (level-wise) bilylime stratejisini kullanmaktadir. Microsoft tarafindan gelistirilen LightGBM, son yillarda
diizenlenen makine 6grenme yarismalarinda iglem hizi ve dogruluk kriterlerinde en basarili algoritmalar arasinda yer almistir
(URL-3). LightGBM algoritmasinin bu basarisinin altinda, karar agaglarinin egitimi asamasinda kullandig1 iki 6zgiin teknik
yatmaktadir. Bu iki 6zgiin teknik, gradyan tabanli tek yonlii 6rnekleme (Gradient-based One-Side Sampling, GOSS) ve
ayricalikli 6zellik desteleme (Exclusive Feature Bundling, EFB) algoritmalaridir. Gradyan tabanl tek yonlii 6rnekleme ile
ornek veri sayisinin azaltilmasi (alt-6rnekleme, downsampling) ve bu sayede verinin tiimii yerine alt 6rneklem (subsampled)
veri kiimesinin kullanilmasi amaglanmaktadir. Ayricalikli 6zellik desteleme ise seyrek yapidaki dzellikleri (sparse features)
birlestirerek, daha az sayida yogun oOzellikler (dense features) olusturmaktadir ve bu sayede Ogrenme asamasindaki
karmagiklik seviyesini azaltmaktadir. Bu islemler de dolayl olarak, algoritmanin daha hizli ¢aligmasini saglamaktadir (Ke

vd., 2017; Li vd., 2019; Ustiiner & Balik Sanli, 2019).

LightGBM algoritmasina iligkin parametreler Tablo 4’te goriilmektedir. Algoritma ve parametrelere iligkin daha detayli bilgi
Ke vd. (2017)’de mevcuttur. LightGBM algoritmasinin uygulanmasinda, Microsoft tarafindan iicretsiz olarak saglanan
Python paketi (versiyon 2.1.1) kullanilmistir. Parametre se¢imi ise, orijinal LightGBM paketinin ana sayfasindaki “parametre

ayarlama (parameter tuning)” sayfasindaki 6neriler dikkate alinarak se¢ilmistir (URL-4).

Tablo 4: LightGBM parametreleri

Parametreler Deger
Hizlandirma Tiiri GOSS
Maksimum Derinlik 5
Yaprak Sayisi 100
Ogrenme Orani 0.1
Amag (Objective) Multiclass
Ozellik Fraksiyonu 1.0
Yapraktaki Minimum Veri Sayisi 20
Iterasyon Sayisi 100
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RO algoritmasi, karar agaci tabanli bir topluluk 6grenme algoritmasidir ve uzaktan algilama verilerinin siniflandiriimasinda
hizli ve uygulanabilirligi kolay bir algoritma olmasi nedeniyle siklikla tercih edilmektedir. RO algoritmasinin egitim
asamasinda, torbalama (bagging) yontemi ile orijinal veri setinden elde edilmis birbirinden farkli egitim veri seti kiimeleri
kullanilmaktadir. Bu yontem, torbalama yonteminin gelismis bir versiyonu olarak kabul edilebilir. RO algoritmasi i¢in, agag
sayis1 (N) ve degisken sayis1 (m) olmak iizere iki parametre gerekmektedir. Bu parametreler, agac sayisi ve degisken sayist
icin sirastyla 500 ve 3 olarak alinmistir (Gislason, Benediktsson & Sveinsson, 2006; Rodriguez-Galiano, Ghimire, Rogan,
Chica-Olmo & Rigol-Sanchez, 2012; Ok, Akar & Giingor, 2012).

DVM, kernel tabanli bir 6grenme algoritmasidir. Yiiksek boyutlu verileri, simirli sayidaki egitim verisi ile siniflandirabilme
Ozelligi nedeniyle uzaktan algilamada hiperspektral goriintiilerin siniflandirilmasi igleminde siklikla tercih edilen bir makine
6grenme algoritmasidir. Temelinde iki sinifi dogrusal olarak birbirinden ayirabilen en uygun hiperdiizlemin belirlenmesi
esasina dayanan DVM, dogrusal en uygun hiperdiizlem ile sinif ayrimini saglayamadigi durumlarda kernel fonksiyonlarindan
faydalanmaktadir. Kerneller yardimiyla, veri daha yiiksek boyutlu bir uzaya taginarak siif ayriminin dogrusal hiperdiizlem
ile yapilmasi saglanir. Bu calisma kapsaminda radyal tabanli fonksiyon kerneli kullanilmigtir. Radyal tabanli fonksiyon
kerneli i¢in ceza (cost) parametresi 500 ve gamma parametresi 0.1 olarak alinmistir (Melgani & Bruzzone, 2004; Kavzoglu
& (Colkesen, 2009). DVM ve RO siniflandirmalari, agik kaynakli Python Scikit-learn makine 6grenmesi kiitiiphanesinden
(versiyon 0.19) faydalanarak gerceklestirilmistir (Pedregosa vd., 2011; Buitinck vd., 2013).

5. Degerlendirme

Siniflandirma sonuglarinin degerlendirilmesi agamasinda k-katlamali ¢apraz dogrulama yontemi kullanilmigtir. k-katlamali
capraz dogrulama tekniginde orijinal veri seti k sayida parcaya boliiniir. (k-1) sayidaki par¢a siniflandirict modeli egitmek
icin kullanilirken, geriye kalan bir parga ise modelin dogrulugunu hesaplamak i¢in kullanilir. Bu islem k defa tekrar edilir ve
her seferinde farkli parca egitim ve test verisi olarak kullanilir. Elde edilen dogruluk degerlerinin ortalamasi alinir. Modelin
dogrulugu ise bu ortalama degere esittir (Kohavi., 1995; Toosi vd., 2019). Bu ¢alismada k degeri 5 olarak alinmistir ve bu

islem Python scikit-learn makine 6grenme kiitiiphanesi (versiyon 0.19) araciligiyla gerceklestirilmistir (Sekil 3).

k 1 Test Egitim Egitim Egitim Egitm ——> A 1
k2 Egitim Test Egitim Egitim Egitm —» A2
1 5
k3 Egitim Egitim Test Egitim Egitim > A3 L Doéru luk= g Z Ai
i
k4 Egitim Egitim Egitim Test Egitm —— A4
k5 Egitim Egitim Egitim Egitim Test _—> A5

Sekil 3: 5-katmanli ¢capraz dogrulama

Siniflandirma sonuglari, genel dogruluk ve Kappa degerlerine baglh olarak elde edilmistir (Tablo 5).

Jeo. Jeolnf. Derg., 2020, 7(1):1-10
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Tablo 5: Siniflandirma sonuglari (genel dogruluk ve Kappa degerleri)

Algoritma Genel Dogruluk (Std Sapma) Kappa Degeri (Std Sapma)
LightGBM 0.857 (x0.026) 0.822 (+£0.033)
RO 0.855 (£0.033) 0.819 (£0.040)
DVM 0.834 (+£0.039) 0.793 (+0.049)

Genel dogruluk ve Kappa degerlerine bakildiginda, en yiiksek siniflandirma dogrulugu LightGBM algoritmasi ile elde
edilmistir. Fakat en yiiksek iki smiflandirma dogrulugu arasindaki farkin (0.002) istatistiksel olarak anlamli olup olmadig:
McNemar testi ile incelendiginde bu farkin istatistiksel olarak anlamli olmadig1 goriilmiistiir. Hesaplanan istatistik deger
(1.35) %95 giiven araligindaki kritik degerden (¥2=3.84) kii¢lik oldugundan aradaki farkin anlamli olmadigi sonucuna

varilmustir (Kavzoglu & Colkesen, 2013). En diisiik siniflandirma dogrulugu ise DVM algoritmasi ile elde edilmistir.

Ayrica, Tablo 5’teki standart sapma degerleri, 5-katlamali ¢apraz dogrulama iglemi sirasinda elde edilen simiflandirma
dogruluklarinin ortalama degere ne derece yakin/uzak oldugunu ifade etmektedir. 5-katlamali ¢apraz dogrulama isleminde,
smiflandirma islemi bes kez gergeklestirilir ve her bir siniflandirma isleminde birbirinden farkli egitim verisi kullanilir. Bu
farkl egitim veri seti kullanimindan en ¢ok etkilenen DVM algoritmast olurken (yiiksek standart sapma degeri), LightGBM

kullanilan algoritmalar arasindaki en robust (dayanikli) algoritma olarak karsimiza ¢ikmistir.

Smif bazinda dogruluklar incelendiginde ise bugday sinifi tiim algoritmalar igin en yiiksek dogrulukla diger siniflardan
ayrilan smif olarak karsimiza ¢ikmaktadir. Aygigegi ve patates siniflart da bugday sinifi gibi diger siniflar ile ¢ok karigma
gostermeyen ve 0.90 dogruluk degerinin iistiinde bir degerle simiflandirilmis smif tiirleridir (Tablo 6). Misir sinifi icin
LightGBM ve RO algoritmalar1 0.73 dogruluk elde ederken DVM algoritmas: ancak 0.68’lik bir dogruluk ile bu sinift
smiflayabilmistir. Misir sinifi tiim algoritmalarda yem bitkisi sinifi ile karigmistir. Yem bitkisi sinifinda ise, genel dogruluk
degerlerinde en diisiik siniflandirma sonucunu veren DVM algoritmasi, bu iiriin tiiriinde en yiiksek dogrulugu elde etmistir
(Tablo 6). Bu sonug ise kullanilan smiflandirma algoritmalarinin karakteristigine bagl olarak, ayni egitim veri seti

kullanilmasina ragmen farkli sonuglar elde edilebileceginin bir kanitidir.

Tablo 6: Normalize edilmis hata matrisleri

LightGBM

Yem Bitkisi Misir Patates Aygigegi Bugday
Yem Bitkisi 0.70 0.23 0.02 0.01 0.03
Masir 0.17 0.73 0.03 0.06 0.00
Patates 0.02 0.02 0.95 0.01 0.00
Aycicegi 0.01 0.06 0.01 0.92 0.00
Bugday 0.03 0.00 0.00 0.00 0.97

RO

Yem Bitkisi Miswr Patates Aygicegi Bugday
Yem Bitkisi 0.68 0.25 0.03 0.01 0.03
Mswr 0.16 0.73 0.04 0.06 0.00
Patates 0.02 0.01 0.96 0.01 0.00
Aycicegi 0.00 0.07 0.01 0.92 0.00
Bugday 0.03 0.00 0.00 0.00 0.97

DVM

Yem Bitkisi Miswr Patates Aycgicegi Bugday
Yem Bitkisi 0.71 0.23 0.03 0.01 0.03
Misir 0.22 0.68 0.03 0.06 0.00
Patates 0.06 0.03 0.91 0.01 0.00
Aycicegi 0.01 0.06 0.01 0.91 0.00
Bugday 0.04 0.00 0.00 0.00 0.96
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Calismaya ait farkli siniflandirma modellerine ait siniflandirilmis goriintiiler Sekil 4°te sunulmustur.
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Sekil 4: Siniflandiriimis gériintiler

Calismada veri isleme adimlari, Intel Core 17 islemci ve 8GB bellege (RAM) sahip bir bilgisayarda Windows 10 isletim

sistemi altinda gerceklestirilmistir. Islem siireleri Tablo 7°de verilmektedir.

Tablo 7: Makine 6grenmesi algoritmalarinin islem stireleri

Algoritma Siire (sn)
LightGBM 5.60
RO 53.08
DVM 49.20

6. Sonuglar ve Oneriler

Bu ¢aligma kapsaminda, ¢ok zamanli Polarimetrik SAR goriintiilerinin tarimsal iirlinlerin siniflandirilmasindaki kullanimi
arastirtlmis ve bu amagcla kullanilmis makine 6grenme algoritmalarinin siniflandirma performanslart karsilagtirilmigtir. En
yiiksek siniflandirma dogrulugu LightGBM algoritmasi ile elde edilmis olmasma ragmen, RO algoritmasi ile arasindaki
farkin istatistiksel olarak anlamli olmadig1 goriilmistiir. Fakat algoritmalarin islem (6grenme siiresi, training time) siireleri
karsilastirildiginda, LightGBM algoritmasinin diger iki algoritmaya kiyasla ¢ok hizli oldugu goriilmiistiir (Tablo 7). Ayrica
bu calisma ile ¢cok zamanli PoISAR verilerinin tarimsal {iriinlerin siniflandirilmasinda etkin bir sekilde kullanilabilecegi de

test edilmistir.

Radarsat-2 verisi ile tarimsal triinlerin siiflandirmasina iligkin ¢ok sayida ¢aligma bulunmaktadir fakat yeni nesil topluluk
ogrenme algoritmalarindan olan LightGBM algoritmasini bu amaca yonelik test eden galigmalar sinirl sayidadir. Ustiiner ve
Balik Sanli (2019), tarimsal {iriinlerin siniflandirilmasina yonelik Radarsat-2 verisinden ve LightGBM algoritmasindan
faydalanmis fakat bu algoritmanin performansini diger siniflandirma algoritmalar1 (DVM ve RO vb.) ile kargilagtirmamustir.

Bu calisma ile ilk defa, LightGBM algoritmasinin tarimsal iiriin tiirlerinin siniflandirilmasindaki performanst hem RO hem
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de DVM ile karsilastirilmistir.

Gelecek caligmalarda, polarimetrik verilerden bilgi ¢ikariminda siklikla kullanilan polarimetrik ayristirma tekniklerinden
elde edilmis polarimetrik &zelliklerin tarimsal {irlinlerin siniflandirilmasindaki kullanimimnin arastirilmast planlanmaktadir.
Ayrica kullanilan bu algoritmalarin yani sira, yeni nesil makine 6grenmesi algoritmalarindan asir1 gradyan hizlandirma

(extreme gradient boosting) ve derin orman (deep forest) algoritmalari da gelecek ¢aligmalara déhil edilecektir.
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