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Oz

Bu calismada, Cankir1 ve Kastamonu il simirlari icinde yer alan Ilgaz Orman Isletme Miidiirliigii bolgesinde, orta
¢oztiniirliikli goriintiileme spektroradyometresi (MODIS) verisinden etkili kar kapli alan (EKKA) haritalamas1
amaciyla destek vektdr makineleri (DVM) tasarimi arastirilmigtic. DVM modellerin egitilmesinde, Mart 2000 ve
Nisan 2016 tarihleri arasinda alinan MODIS gériintiilerinden elde edilen toplam 10 bagimsiz degisken; MODIS
bant 1-7 atmosfer ustii reflektans degerleri, normalize fark kar indisi, normalize fark vejetasyon indisi ve arazi
smifi kullamilmigtir. Referans EKKA haritalar1 daha yliksek mekansal ¢oziiniirliige sahip ilgili Landsat 7/8
goriintiilerinden iretilmistir. DVM modellerinin dogrulugu, egitim verilerinin boyutuna ve drneklem tiiriine gore
degerlendirilmistir. Kernel tiiriinlin DVM modellerinin dogrulugu tizerindeki etkisi de incelenmistir. Sonuglara
gore, dogrusal, 2., 3. ve 4. dereceden polinomlarin yani sira radyal temel fonksiyonu (RBF) kernelleri ile
egitilmig tim DVM modelleri, ilgili referans EKKA haritalar1 ile yiiksek korelasyon oranlar1 vermektedir (R >
0,91). Ote yandan, MODIS'in standart EKKA iiriinii olan MOD10A1, ortalama R = 0,77 ile biraz daha zayif
performans sergilemektedir. Egitim asamasinda harcanan CPU zamanlarina gore hesaplama etkinligi
bakimindan, RBF kernelinin, kiigiik, orta ve biiyiik boyutlu egitim veri setleri i¢in sirasiyla 279, 2300 ve 8457
saniyelik ortalama model olugturma siireleriyle daha iistiin oldugu goriilmiistiir.

Anahtar Kelimeler: Karin uzaktan algilanmasi, MODIS, Landsat, destek vektor regresyonu.

Estimation of Fractional Snow Cover from MODIS Data in llgaz
Forest District Region by Support Vector Machines

Abstract

This study is focused on the assessment of support vector machines (SVM) in order to estimate the fractional
snow cover (FSC) from coarse spatial resolution moderate resolution imaging spectroradiometer (MODIS)
imagery in llgaz Forest District area located within the cities of Cankiri and Kastamonu. SVM model training is
carried out by employing 10 predictor variables obtained from MODIS images taken between March 2000 and
April 2016, namely, MODIS top-of-atmospheric reflectance values of bands 1-7, normalized difference snow
index, normalized difference vegetation index and land cover class. Higher resolution Landsat 7/8 images are
used to generate the corresponding reference FSC maps. Accuracy of SVM models are assessed with respect to
the size of the training data and the sampling type. The impact of the kernel type on the accuracy of the SVM
models is also investigated. According to the results, all SVM models trained with linear, 2", 3" and 4™ order
polynomials as well as radial basis function (RBF) kernels give high correlation rates with the associated
reference FSC maps (R > 0,91). On the other hand, MOD10A1, the standard FSC product of MODIS, exhibits
slightly poorer performance with average R = 0,77. In terms of computational efficiency with respect to CPU
times spent during the training stage, RBF kernel is found to be superior with average model building times of
279, 2300 and 8457 seconds for small-, medium- and large-sized training data sets, respectively.

Keywords: Remote sensing of snow, MODIS, Landsat, support vector regression.

*Sorumlu Yazar (Corresponding Author):

Semih KUTER (Dr.); Cankir1 Karatekin Universitesi, Orman Fakiiltesi, Orman Gelis (Received) : 23.07.2019
Miihendisligi Boliimii, 18200, Cankiri-Tiirkiye. Tel: +90 (376) 212 2757, Kabul (Accepted) : 11.10.2019
Fax: +90 (376) 213 6983, E-mail: semihkuter@karatekin.edu.tr Basim (Published) : 15.12.2019

ORCID: 0000-0002-4760-3816


mailto:semihkuter@karatekin.edu.tr

Ciftci ve Kuter Bartin Orman Fakiiltesi Dergisi, 2019, 21 (3): 911-926

1. Giris

Kar, diinya yiizeyinin énemli bir fiziki 6gesi olup, mekansal ve zamansal dagiliminin siirekli gézlemlenmesi
temel cevre arastirmalar1 agisindan oldukga &nemlidir. Iklim bilimi acisindan bakildiginda kar ortiisii, (i)
elektromanyetik spektrumun goriiniir ve kizildtesine yakin bdlgelerindeki yiiksek albedosu sayesinde giinesten
gelen 1518 biiyiik miktarmi yansittigi (Dietz vd., 2012), ve (ii) zayif 1s1 iletkenligi 6zelligiyle bir yalitkan
madde gibi davranarak kig boyunca diinya yiizeyinden 1sinin serbest birakilmasini engelledigi i¢in diinya ile
atmosfer arasindaki enerji aligverisi siireci lizerinde dogrudan etkiye sahiptir (Zhang, 2005). Kar ayn1 zamanda
orta ve yiiksek enlemlerdeki Alpin kusaginin yani sira diinyanin daglik bdlgelerinin hidrolojisinde de 6nemli bir
rol oynamaktadir (Lehning vd., 2006). Kar kiitlesinde biriken su, ki mevsimi boyunca potansiyel bir sel baskini
riski tasiyan yliksek miktarda donmus su rezervi olarak islev gormekte olup, ayni1 zamanda enerji ve su tedariki
acisindan kiymetli bir kaynak teskil etmektedir (Akyiirek vd., 2010; Romanov vd., 2003).

Giivenilir kar kapli alan (KKA) tahminlemesi i¢in metodolojiler gelistirilmesi uzun siiredir uzaktan algilama
(UA)’nin ilgi alaninda yer almaktadir (Luojus vd., 2007; Siljamo ve Hyvérinen, 2011). EKKA haritalamasi
giinlimiizde hem bdlgesel hem de kiiresel dlgekte yapilmakta olup UA ile giinliik olarak iiretilen kar iiriinleri
bulunmaktadir (Frei vd., 2012; Piazzi vd., 2019). Yiiksek zamansal ¢Oziintrligi ve farkli mekansal
¢ozliniirliiklere sahip 0.4 pm - 14.4 um dalga boyu araligindaki 36 spektral bandi ile (bant 1-2: 250m, bant 3-7:
500m, ve bant 8-36: 1000m) Orta Coziniirlikli Goériintileme Spektroradyometresi (Moderate Resolution
Imaging Spectroradiometer - MODIS), hem bdlgesel hem de kiiresel 6lgekte kar ortiisti haritalamasi amaciyla
en fazla kullanilan aracgtir (Hall vd., 2002).

Kar ortiisii haritalama teknikleri: (i) ikili (binary) ve (ii) piksel alt1 (sub-pixel) siniflandirma olmak {izere iki ana
kategoride gruplandirilabilir. Geleneksel ikili yaklasimda her bir piksel kar/kar degil olarak belirtilmektedir.
Hall vd. (1995) tarafindan gelistirilen ilk MODIS ikili kar Ortiisii algoritmasi, elektromanyetik spektrumun
goriiniir bolgelerinde (0.4 - 0.7 um) karin yiiksek reflektans 6zelligi ile kisa ve orta kizil 6tesi bolgelerindeki
distik reflektans 6zelligini (1 - 4 pm) kullanan normalize fark kar indisi (normalized difference snow index -
NDSI)’nin iizerine kuruludur. MODIS bant 4 (0.545-0.565 um) ve bant 6 (1.628-1.652 pm) NDSI’yi
hesaplamada kullanilmaktadr:

bant4 —bant6

NDSI =
MOPIS " hant4 + bant6

)

Bu orant1 kar1 bulutlardan ve ayni zamanda karla kapli olmayan yiizeylerden ayirt etmeye yaramaktadir.
Algoritmanin ilk stirimiinde orman bakimindan yogun olmayan bir alanda kar haritalamasi i¢in gereken
kosullara gore; NDSI > 0.4, bant 2 reflektan degeri > %11 (karin sudan ayrilmasi igin) ve bant 4 reflektans
degeri > %10 (yiiksek NDSI degerlerine ragmen karanlik hedeflerin yanlislikla kar olarak siniflandiriimasini
Onlemek i¢in) olmalidir (Klein ve Barnett, 2003). Bununla birlikte, ikili formattaki KKA verileri, iklim,
hidrolojik ve sayisal hava modellerinde belirsizlikleri artirabilmektedir, ¢iinkii KKA'nin fraksiyonel
ozelliginden yoksun olmasi, 6zellikle karmn birikimi ve erime siiresi boyunca KK A'nin mevsimsel dinamiklerini
dogru bir sekilde tahmin edebilmeyi engellemektedir (Dietz vd., 2012; Romanov vd., 2003). Sonug¢ olarak
dagilimli fiziki modellerdeki kar karakteristiklerini kullanmak igin piksel alti smiflandirma yaklagimi
kullanilarak EKKA haritalari tiretilmek zorundadir (Dietz vd., 2012).

Veri madenciligi ve istatistiksel 6grenme teorilerine dayanan destek vektor makineleri (Support vector machines
- DVM) (Vapnik, 1995) gelismis bir denetimli parametrik olmayan smiflandirma ve regresyon aracidir.
Sismoloji (Fisher vd., 2017), finans (Kumar vd., 2016), yiiz tanima (Liu ve Chen, 2007), yaz1 simiflandirma
(Shanthi ve Duraiswamy, 2010), biyobilisim (Kumar ve Shelokar, 2008) ve UA (Melgani ve Bruzzone, 2004)
gibi farkli bilimsel disiplinlerdeki bircok uygulamada bagarili bir sekilde kullanilmaktadir. DVM’lerin
arkasindaki temel mantik, siniflarin optimal ayrimini veren karar sinirlarinin yerinin belirlenmesidir (Vapnik,
1995). DVM’ler ilk olarak oriintii tanimlama gorevleri i¢in gelistirilmis olsalar da regresyon ve zaman
serilerinin tahminlenmesine yonelik uygulamalarda da basarili sonuglar vermislerdir (Mattera ve Haykin, 1999;
Miiller vd., 1997). DVM’ler goriintt siniflandirma ve UA’daki regresyon (Bruzzone ve Melgani, 2005; Kaheil
vd., 2008; Zheng vd., 2008) gorevlerinde basarili sekilde uygulanmiglardir, ancak heniiz EKKA
tahminlenmesine yonelik olarak DVM’lerin kullanimiyla ilgili detayli herhangi bir ¢aligma bulunmamaktadir.

Bilindigi lizere tiim parametrik olmayan siniflandirma ve regresyon yontemlerinde oldugu gibi, DVM’ler de
modelin daha oOnce gormedigi veriyi genelleme yetenegini dogrudan etkileyen “model ayarlama”
parametrelerine sahiptirler. Dolayisiyla bu ¢alismanin birincil temel amact UA’da EKKA haritalamasi amactyla
DVM tasarimimin detayli olarak arastirilarak, en uygun DVM model ayarlama parametrelerinin secilen ¢alisma
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sahasi 0rneginde ortaya konulmasidir. Caligmanin ikincil temel amaci ise, DVM modellerin egitimi sirasinda
kullanilan egitim veri setinin olusturulmasinda segilen 6rneklem tipinin ve drneklem boyutunun nihai DVM
modellerinin genelleme ve tahminleme becerisi iizerinde istatistiksel agidan anlamli bir etkisi olup olmadiginin
arastiritlmasidir. Egitim veri setinin boyutu ile 6rneklem tiiriiniin ve ayrica DVM kernel fonksiyonunun DVM
modellerinin performansi tizerindeki etkileri arastirilarak, elde edilen sonuglar sunulmustur. Calismanin kalan
kism1 su sekilde diizenlenmistir: 2. Boliimde, ¢alismada kullanilan materyal ve yontem verilmistir. Caligma
sonucunda elde edilen bulgular ve sonuglarla ilgili tartisma 3. Boliimde sunulmaktadir. Son olarak, 4. Béliimde
calismada elde edilen genel bulgular ve sonuclar kisaca 6zetlenerek, gelecekteki potansiyel ¢alisma konulari ile
ilgili 6zet bilgiler aktarilmistir.

2. Materyal ve Metot
2.1. Calisma Alani

Caligma alani olarak segilen ve Tiirkiye’nin Cankir1 ve Kastamonu illerinin sinirlari iginde bulunan Ilgaz Orman
Isletme Miidiirliigii 1960 yilinda kurulmus olup, yaklasik 7520km?’lik bir alan1 kapsamaktadir (Sekil 1). Ilgaz
Orman Isletme Miidiirliigii orta Karadeniz béliimiiniin i¢ kisminda yer almaktadir. Dogudan Kastamonu Tosya,
kuzeyden Kastamonu, batidan Bolu Devrez, giineyden Cankiri isletme Miidiirliikleri ile komsudur.
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Sekil 1. a) Cankir1 — Kastamonu il smirlar1 ve Landsat 177/32 karosunun konumu, b) Ilgaz Orman Isletme
Miidiirliigii smir1 ve ¢aligma alani, ¢) Ilgaz Orman Isletme Miidiirliigiine bagl isletme seflik smnirlari,
d) caligma alan1 sayisal yiikseklik haritasi, e) calisma alani MODIS MCD12Q1 arazi siniflari.

Ilgaz Orman Isletme Miidiirliigii siirlarindaki ormanlar, genel olarak Karadeniz ve karasal iklim kusag
arasinda kalmaktadir (Kuter, 2008). Calisma alaninin rakimi ortalama deniz seviyesinden 510-2540m arasinda
degisen yliksekliktedir. Bitki ortiisii temel olarak orman, ¢alilik ve alp bitkilerinden miitesekkildir. Kuzey
yamaglarin diisiik rakiml yerleri genellikle mese (Quercus spp.), karagam (Pinus nigra ssp. pallasiana), Uludag
koknart (Abies nordmanniana spp. bornmulleriana) ormanlariyla kaplidirlar. 1000-1300m rakimlarda diger ¢ira
ve kigin yaprak doken bitkilerle birlikte ¢ogunlukla giirgen (Carpinus spp.) ve kaym agaglar1 (Fagus orientalis
L.) gozlemlenir. 1500m ve ilizerinde ise saf veya karigik karagam (Pinus nigra ssp. pallasiana) ve sarigam
(Pinus sylvestris L.) ormanlar1 bulunur (Kuter, 2008). Bélgedeki yillik ortalama sicaklik 9.8°C’dir. En soguk ay
-0.8°C ortalama sicaklikla Ocak iken en sicak ay 20°C ile Temmuz’dur. Kastamonu Meteoroloji Istasyonu
verilerine gore yillik ortalama yagis miktar1 486mm’dir. Dag zirvelerinde yagis yaklasik 1200mm civaridadir.
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I¢ Anadolu ikliminin etkisiyle yamaglarda 1 metreyi bulan kar tabakasi, 6 ay boyunca kalmaktadir (Aydinozu
vd., 2011).

2.2. MODIS - Landsat Veri Seti ve Gériintiilerin On-islenmesi

Bu ¢alismada toplam 13 adet MODIS - Landsat 7/8 goriintii ¢ifti kullanilmis olup, bunlardan 8 tanesi DVM
modellerin egitilmesinde kullanilmis, geriye kalan 5 tanesi ise bagimsiz test verisi olarak ayrilmistir. Uydu
goriintiilerine ait detaylar Tablo 1°de verilmistir.

Tablo 1. DVM modellerin egitilmesinde ve testinde kullanilan Landsat 7/8 ve MODIS goriintii ¢iftleri.

Goriintii Gériintii Tarihi Goriintii Zamani ET_M+/OLI Analize Uygun
Ciftleri Landsat/MODIS 1z/Sira Piksel Sayisi
Egitim Veri Seti
1 07.03.2000 08:19/08:55 177/32 - L1T 3340
2 23.12.2001 08:15/08:45 177/32 - L1T 9571
3 02.02.2014 08:28/09:30 177/32 - L1T 15880
4 18.02.2014 08.28/07:55 177/32 - L1T 12284
5 04.01.2015 08:27/09:30 177/32 - L1T 5117
6 25.03.2015 08:26/07:55 177/32 - L1T 14162
7 15.01.2016 08:28/08:45 177/32 - L1T 14198
8 28.04.2016 08:26/07:55 177/32 - L1T 14238
Test Veri Seti
A 26.12.2002 08:15/08:45 177/32 - L1T 10796
B 06.04.2005 08:16/08:40 177/32 - L1T 15015
C 22.01.2007 08:17/08:40 177/32 - L1T 18189
D 09.03.2015 08:26/07:55 177/32- L1T 14916
E 08.02.2016 08:27/09:30 177/32 - L1T 8579

Analizlerde kullanilan tiim MODIS MOD2HKM goriintiileri (Xiong vd., 2006), ilgili Landsat goriintiilerinin
projeksiyonuyla eslesmesi i¢cin WGS84 referansli ortak bir UTM projeksiyonuna MODIS yeniden
projeksiyonlandirma araci1 (MODIS Reprojection Tool) (Dwyer ve Schmidt, 2006) kullamlarak yeniden
projeksiyonlandirilmigtir. MODIS 1-7 bantlarina ait atmosfer st reflektans degerlerine ek olarak, NDSI,
normalize fark vejetasyon indisi (normalized difference vegetation index - NDVI) (Esitlik 2) ve Uluslararast
Jeosfer-Biyosfer Programi (The International Geosphere-Biosphere Programme - IGBP) kapsaminda MODIS
MCDI12Q1 iiriniinden (Friedl vd., 2010) elde edilen 500m mekansal ¢oziiniirliikteki arazi ortiisii bilgisi
bagimsiz degiskenler olarak kullanilmistir. Dobreva ve Klein (2011)’de oldugu gibi MCD12Q1°deki orijinal
arazi ortlisii siniflart sekiz gruba ayrilmistir ve su pikselleri maskelenmistir. Bulutlu, bulut golgesi, su ve kotii
kaliteli pikseller, MODIS MODO09 kalite verisinden (Vermote vd., 2011) elde edilen mekansal maskeler
yardimiyla analizlerden ¢ikarilmistir.

bant2 —bantl

NDVI =
MOPIS T pant2 + bantl

@

Analizlerde kullanilan tiim Landsat 7/8 bantlarina ait ham sayisal degerler (DNs) atmosfer iistii reflektans
degerlerine donistiirilmiistir. ETM+ sensoriiniin tarama ¢izgi diizelticisi (Scan Line Corrector - SLC), 31
Mayis 2003'te kalici olarak arizalandigindan goriintii basina piksellerin yaklasik %?22'sinde tarama
yapilamamakta ve bu durum ETM+ verilerinin bilimsel uygulamalarim ciddi sekilde kisitlamaktadir (Chen vd.,
2011). Bu nedenle ETM+ sensoriiniin SLC arizasindan 6tiirii ilgili her bir gériintiideki bosluklar, Scaramuzza
vd. (2004) tarafindan 6nerilen metodoloji ile doldurulmustur. Referans EKKA haritalar1 daha yiiksek mekansal
¢oziintirliikli Landsat 7/8 goriintiilerinin Hall vd. (1998) tarafindan orijinal MODIS ikili kar algoritmasinin
yogun ormanlik alanlardaki dogrulugunu artirmak amaciyla gelistirilen ikinci versiyonu kullanilarak elde
edilmistir. MODIS ikili kar haritalama algoritmasina esdeger olan bu ikili siniflandirmada bir pikselin kar
olarak etiketlenmesi i¢cin, NDSI > 0.4, ETM+ bant 2 reflektans > %10, ETM+ bant 4 reflektans > %11 ve
ayrica diizensiz NDSI-NDVI karar bolgesi kosulunun ayni1 anda saglanmasi gerekmektedir. Daha sonra, her bir
MODIS pikselinin merkezinde yer alan 500m yarigapli dairesel bir alan igindeki kar etiketli Landsat
piksellerinin yiizdesi hesaplanarak, her MODIS pikseli i¢in EKKA degeri elde edilmistir. Literatiirde yer alan
caligmalarda bildirilen MODIS cografi konum belirsizlikleri nedeniyle (Wolfe, 2006) tam bir MODIS pikseli
icine diigen EKKA miktarini1 hesaplamak yerine, kar fraksiyonu daha genis bir alan i¢inde hesaplanmustir ki, bu
yontem MODIS cografi konum belirsizliklerini minimize etmek i¢in yaygin olarak kullanilan bir yaklagimdir
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(Kuter vd., 2018b; Painter vd., 2009). Tablo 2, analizlerde kullanilan bagimsiz ve bagimli degiskenlerle ilgili
ayrintili bilgi vermektedir.

Tablo 2. DVM modellerin olusturulmasinda kullanilan degiskenler.

Bagimsiz degisken olarak kullamlan MODIS verileri

Bant 1 620-670 nm

Bant 2 841-876 nm

Bant 3 459-479 nm

Bant 4 545-565 nm

Bant 5 1230-1250 nm

Bant 6 1628-1652 nm

Bant 7 2105-2155 nm

NDSI (bant4 —bant6) / (bant4 + bant6)
NDVI (bant2 —bantl) / (bant2 + bant1)

Arazi Simifi IGBP) MODIS MCD12Q1

Referans EKKA haritalarim iiretmek i¢in kulanilan ETM+ / OLI bantlari

Bant2/3 0,52-0,60 / 0,53-0,59 um
Bant4/5 0,77-0,90 / 0,85-0,88 um
Bant5/6 1,55-1,75/1,57-1,65 um

2.3. Destek Vektor Makineleri (DVM)

Bu alt boliimde Haykin (2009), Vapnik (1995), Richards ve Jia (2006) ile Smola ve Schélkopf (2004)’e
dayanilarak DVM ile ilgili genel bir 6zet sunulmaktadir.

En basit durum g6z Oniine alindiginda, DVM dogrusal bir ikili siniflandiricidir. DVM egitim asamasi
sonrasinda bir test 6rnegi verildiginde iki olasi etiketten birini sinif olarak atar. UA'daki bir siiflandirma i¢in
etiketlenecek test verileri, genellikle ¢ok spektrali ya da hiper spektrali goriintiilerin her bir bandinda bulunan
her bir piksele ait sayisal degerlerdir (reflektans, radyans ya da ham sayisal deger (Digital Number - DN).

Egitim verisi i¢in, ilgili 6zelliklerle (yani, bagimsiz degiskenler) birlikte girdi vektorleri setinin x; tarafindan
verildigini varsayalim. Her bir vektdér x € R" ’nin N-boyutlu uzay oldugu ve i’nin mevcut rneklerin sayis
oldugu yerde, (X;,V;),...,(X;,y;) gibiy; tarafindan simgelenen ilgili etiketle (yani, sinif) iliskilendirilmektedir.
En basit ikili smiflandirma durumunda, y; sadece iki muhtemel etiket alabilir, +1 ve -1. ikili smiflandirict
DVM'deki 6grenme goérevinin temel amaci: (i) hiper-diizlemin bir tarafindaki veri noktalarinin y; = +1, diger
tarafindakilerin ise y; = -1 olarak etiketlendigi ve (ii) hiper-diizlemin iki sinifin etiketlenen noktalarma olan
uzaklhiginin maksimize edildigi bir hiper-diizleme karar vermektir. Yanls smiflandirmalari en aza indiren
maksimum marjinli en uygun ayirici hiper-diizlemin konumu, iki sinifa en yakin egitim noktalarina komsu olan
ayirict hiper-diizleme paralel olan iki hiper-diizlemce (yani, destek vektorler) tanimlanir (Bakiniz Sekil 2). En
uygun hiper-diizleme paralel iki hiper-diizlem su sekilde ifade edilir:

wW-x, +b>+1 vy, =+1,

w-x, +b>-1 'y, =-1, ®)
(i=12,....K),

[73E2]

.” nokta ya da skalar ¢arpimi, b hiper-diizlemin orijinden olan uzakligini, X;, bagimsiz degiskenler vektoriinii
ve W= (Wl,...,WN )T en uygun ayirict hiper-diizlemin yoniinii tayin eden N sayidaki elemanin agirlik vektoriinii

simgelemektedir. ifade (3)’deki iki esitsizlik asagidaki tek esitsizlik icinde yazilabilmektedir:

yi[w-x +b] =1 (i=1,2,... k). (4)
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Optimal
i A wxi+b=+1, 111per-du7.le1j1
| s /
o / /
/ w-x;+b=-1
/
/
(m] I/O o
O Simif 1 (yi=+1)
O Siif 2 (y;=-1)
o /
/marjin %

/
p——" destek vektorler

.
>
2

X
Sekil 2. Destek vektorleri tarafindan tanimlanan en uygun ayirict hiper-diizlem (Richards ve Jia, 2006).

Maksimum marjinli en uygun ayirict hiper-diizlem, ifade (4)’de verilen esitsizlik kisitlamasiyla birlikte
asagidaki esitlikte gosterildigi gibi w’nun normunun minimize edilmesiyle elde edilebilir:

F(w)=2(w-w). 5)

Bu durum Esitlik (5)’deki hedef fonksiyonunun Lagrange carpanlari kullanilmak suretiyle ifade (4)’teki
kisitlara tabi olarak minimize edildigi bir kisitlamali optimizasyon problemidir. Bazi yeniden diizenlemeler ve
degisikliklerden sonra en uygun ayiricit hiper-diizlemi tanimlayan karar kurali soyledir:

g(x):sign(iyiaSK(x,xi)—boJ, (6)

Burada her bir r egitim durumu i¢in smif tiyeliginin tanimi olan Y; ile birlikte duruma ait ¢iktryr temsil eden bir
X; vektorii var olup, ¢; >0, (i=12,...,r) Lagrange ¢arpanlarmi, K(x,X;) ise veri noktalarmm dogrusal bir

hiper-diizlem tarafindan ayrilabilecegi sekilde dagilimini saglayan kernel fonksiyonunu simgelemektedir.

Dogrusal DVM uygulamasi, girdi verisinin dogrusal olarak ayrilabilecegi varsayimina dayanmakta olup, bu
kosul ¢ok veya hiper spektrali UA goriintiilerinde nerdeyse hi¢ saglanmamaktadir. Buna ek olarak, UA
goriintiilerindeki siniflarin mekénsal ve spektral olarak cakismasi dogrusal karar sinirlarinin siniflar yiiksek
dogrulukla ayirmasini zorlagtirmaktadir. Bu tiir sikintilarin stesinden gelebilmek ig¢in yumusak marjin ve
kernel metodlar1 gelistirilmistir. Radyal taban fonksiyonu (Radial Basis Function — RBF), dogrusal, kuadratik
ve polinom kerneller ham veriyi ¢ok boyutlu 06zellik uzayma doniistirmede siklikla kullanilmaktadir
(Mountrakis vd., 2011; Pal ve Mather, 2005).

Baslangigta oriintii tanimlama gorevleri icin gelistirilmis olsa da, DVM'ler regresyonda da oldukg¢a iyi bir
performans sergilemistir. DVM regresyonunda ana hedef, tiim egitim verileri igin gergekte elde edilen Y, hedef
degerlerinden en ¢ok & kadar sapmaya sahip olan ve ayni zamanda da miimkiin oldugunca diiz olan bir
f (x) fonksiyonu bulmaktir. & *den daha az olan hatalar goz ardi edilebilir olarak goriilmekte, bundan biiyiik

olan sapmalar ise kabul edilmemektedir. Bu durumda f(x) asagidaki ifadeye doniisiir:
f(X)=w-x,+b, we X, beR, @

burada X girdi degiskenleri uzaym: simgelemektedir. Esitlik (7)’ye gore, “diizlik” kiigiik w cinsinden ifade
edilebilmekte olup, bunu saglamanin bir yolu ise bir konveks optimizasyon problemi olarak yeniden

yazilabilecek olan ||W||2 = (W . W) ’yi minimize etmektir:
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minimize %"W”Z
Y mWex -b<eg,

®)

kisitlar
W X; +b—yi <e,

(i=12,...,N).

ifade (8), bdyle bir f(x) fonksiyonunun var oldugunu ve bu fonksiyonun biitin (X;,V;) giftlerini &

hassasiyetiyle tahminleyecegini, yani bu konveks optimizasyon probleminin “uygulanabilir” oldugunu iistii
kapali olarak varsaymaktadir. Bazi hatalara miisaade edilebilen uygulanamaz senaryo durumunda, yapay

degiskenler &, 5: , Ifade (8)’deki optimizasyon problemine ait diger uygulanamaz kisitlarin iistesinden gelmek

i¢in kullanilabilmekte olup, bu ydntem ayni zamanda “yumusak marjin” metodu olarak bilinmektedir. Sonug
olarak Vapnik (1995)’de verilen asagidaki formiilasyon elde edilmektedir:

. 1, 2 ' «
minimize §||w|| +C§(§i+§i ).

Y, —W-X, —b<e+¢, 9)
kisitlar {W-X, +b—y, <g+¢&,
&, & 20,

Sabit C >0, f(x)’in diizliigii ile & ’den daha biiyiik sapmalarin tolere edilebilecegi miktar arasindaki

odiinlesmeyi kontrol eder. Bu durum bizi, Sekil 3’de grafiksel olarak gosterilen & ’den etkilenmeyen |§|£ hata

hesaplama fonksiyonuna gotiirmekte olup, su sekilde ifade edilmektedir:

- {O, eger |&]<e, (10

|&]—¢, aksi halde.

Bagimli
degisken

Hata

0 Bagimsiz degi§keﬁ
Sekil 3. Dogrusal bir DVM i¢in yumusak marjin hatasi gosterimi (Haykin, 2009).
2.4. Deneysel Tasarim

2.4.1 Orneklem Tiirii ve Orneklem Boyutu

Egitim veri setindeki islenen goriintiilerden elde edilen kullanilabilir piksellerin tiimii 88790 gbézlemden olusan
tek bir veri setinde birlestirilmis ve 6rneklem ¢ergevesi olarak kullanilmigtir. DVM modellerinin dogrulugu
iizerinde o6rneklem boyutunun etkisini incelemek i¢in kiigiik, orta ve biiyiikk olmak iizere ii¢ farkli boyuttaki
ornekler, bu 6rneklem cercevesinden elde edilmistir. Kiiciik, orta ve bilyiik boyutlu 6rnekler toplam gézlemlerin
strastyla %2, %15 ve %30 unu icermektedir. Her bir piksel i¢in on bagimsiz degiskenden olusan egitim verisi,
MODO02HKM ilk yedi bandina ait atmosfer iistii reflektans degerlerini, NDSI, NDVI ve arazi Ortiisii sinifini
icermektedir.
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Orneklem boyutunun etkisine ek olarak drneklem tiiriiniin etkisi de incelenmistir. Ilk olarak, ii¢ farkli boyuttaki
ornekler basit rastgele drnekleme ile se¢ilmistir. Sonra tabakali rastgele 6rnekleme kullanilmistir. Modellerin
herhangi bir EKKA degerine yanli olmasini engellemek i¢in 0,0 ile 1,0 arasindaki EKKA degerleri i¢in 0,1
araliklarla tabakalama uygulanmistir. Yukarida bahsedilen siire¢ sayesinde alti farkli tiirde model egitim seti
olusturulmus olup, bunlarin ayrintilar1 Tablo 3’te verilmektedir.

Tablo 3. Orneklem boyutuna ve drneklem tiiriine gore egitim piksellerinin sayis.

Orneklem i¢in kullanilabilecek toplam piksel 88790
(gozlem) sayisi

Orneklenen Piksel

Orneklem Boyutu Orneklem Tiirii Sayisi
Kk (2%) R EKKA 1211
Orta (15%) Es EKKA gggé
Biiyiik (30%) TR EKKA 12388

BR: Basit rastgele ornekleme, TR _EKKA: Etkili kar kapli alan bakimindan tabakalandirilmig rastgele
ornekleme.

2.4.2. DVM Modellerin Egitimi ve Performans Olgiitleri

Basarili bir DVM uygulamasi, DVM modelin egitiminde anahtar rol oynayan iki parametrenin optimum
secimini gerektirir. Bunlar kernel fonksiyonu ve Odiinlesme diizenleyicisi C’dir. Bununla birlikte bu
parametrelerin se¢imi igin genel olarak kabul gbren bir yontem yoktur, bu da genellikle bir temel deneme-
yanilma yaklasimina neden olur (Mountrakis vd., 2011; Yuan ve Lee, 2015).

DVM uygulamalarinda kullanilan kernel fonksiyonlar1 dogrusal, polinom, RBF ve sigmoid kerneller olmak
lizere dort ana kategori altinda gruplandirilabilir. UA literatiirinde RBF (e_f”H(X‘X')H ), ve polinom Kkernel

((X-y)+1)d , siklikla tercih edilmektedir (Pal ve Mather, 2005). RBF kerneli, i¢in kernel genisligi y ve C

tammlanmalidir. Ote yandan polinom kerneller icin, polinomun derecesi d ve C belirlenmelidir. Bu
parametreler igin en uygun degerleri segmek i¢in 1zgara arama (yani, grid search) yontemi Kavzoglu ve
Colkesen (2009) tarafindan 6nerildigi gibi kullanilmistir. Bu yaklagimda (C, y) ve (C, d)’nin iissel olarak artan
serisi i¢inde daha kaba bir arama uygulanmaktadir ve 1zgara araliginda en uygun bolge belirlendiginde bu bolge
icinde daha hassas bir 1zgara aramast yiiriitiilmektedir. RBF kernel genisligi i¢in y 10°3-10% araliginda segilirken,

C {2_15,...20,...,215} araligindaki degerleri almigtir. Polinom kernel i¢in d derecesi {2,3, 4} setinden degerler

almistir. DVM regresyon modellerinin performansi hatalarin kareleri ortalamasimin karekdkii (Root Mean
Squared Error - RMSE) ve Pearson korelasyon katsayisi (R) kullanilarak degerlendirilmistir:

(11)

N N N
NZYiyi _Zyizyi
i=1

R=

—— =. (12)

Esitlik (11) ve (12)°de, N toplam gozlem sayisiny, Y;, i. gdzleme ait referans degerini, ve ¥, ise i. gozleme ait
tahmin edilen degeri belirtmektedir.
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3. Bulgular ve Tartisma
3.1. Egitim Verisi Uzerinde DVM

DVM modellerin egitimi boyunca her bir 6rneklem tiirlindeki egitim verisi %70 egitim ve %30 dogrulama
verisi seklinde iki alt kiimeye ayrilmistir. Her bir 6rneklem tiirii i¢in egitim evresi boyunca dogrulama verisi
iizerinde R bakimindan en yiiksek performansli DVM modeli se¢ilmistir. Bes farkli DVM modelinin egitim
performansi kiyaslandiginda, olduk¢a benzer sonuglar verdigi gézlemlenmektedir. RBF, dogrusal, 2., 3. ve 4.
derece polinom DVM modellerin R degerleri sirasiyla 0.9790, 0.9605, 0.9766, 0.9790 ve 0.9784 olup, egitim
veri seti lizerinde gayet iyi ve oldukga benzer sonuglar vermistir (Tablo 4). Her bir 6rneklem tiirii ve 6rnek
boyutu i¢in modellerin egitim siirecinde %30°luk dogrulama verisi tizerinde en iyi R degerini veren segilmistir.

Tablo 4. DVM modellerin egitim performans degerleri.

Kernel Orneklem tiirii t')Orneklem Egitim Dogrulama
oyutu RMSE R RMSE R

Kiioik 0.0880 0.9791 0.0914 0.9775
BR Orta 0.1236 0.9576 0.1266 0.9549
" Biiyiik 0.0900 0.9778 0.0947 0.9748
@ Kiiciik 0.1303 0.9516 0.1373 0.9503
TR_EKKA Orta 0.0809 0.9821 0.0890 0.9785
Biiyiik 0.0908 0.9772 0.0875 0.9790
Kiiciik 0.1213 0.9595 0.1223 0.9595
_ BR Orta 0.1201 0.9601 0.1230 0.9576
g Biiyiik 0.1208 0.9597 0.1244 0.9561
% Kiiciik 0.1211 0.9581 0.1311 0.9544
a TR_EKKA Orta 0.1228 0.9581 0.1236 0.9583
Biiyiik 0.1218 0.9586 0.1195 0.9605
Kiigiik 0.0942 0.9760 0.0950 0.9766
. BR Orta 0.0991 0.9732 0.0995 0.9725
85 Biiyiik 0.0973 0.9740 0.1005 0.9715
a s Kiiciik 0.0956 0.9742 0.1096 0.9686
o TR_EKKA Orta 0.1000 0.9723 0.1005 0.9725
Biiyiik 0.0973 0.9741 0.0942 0.9759
Kiigiik 0.0870 0.979 0.0907 0.9787
. BR Orta 0.0919 0.9768 0.0937 0.9755
85 Biiyiik 0.0899 0.9778 0.0942 0.9750
8 S Kiiciik 0.0876 0.9783 0.1036 0.9718
® TR_EKKA Orta 0.0909 0.9771 0.0914 0.9772
Biiyiik 0.0911 0.9771 0.0877 0.9790
c Kiiciik 0.0867 0.9795 0.0904 0.9784
2 BR Orta 0.0928 0.9767 0.0940 0.9757
g Biiyiik 0.0950 0.9764 0.0995 0.9732
g Kiiciik 0.0920 0.9760 0.1051 0.9709
g TR_EKKA Orta 0.0920 0.9765 0.0925 0.9766
< Biiyiik 0.0969 0.9756 0.0940 0.9772

*Kalin yazi tipiyle belirtilen R degerleri her bir tiir i¢in en iyi egitim performansim gostermektedir.

RBF, dogrusal ve 3. dereceden polinom igin en iyi egitim performanslari bilyiik boyutlu egitim verileriyle elde
edilmistir, EKKA bakimindan tabakali rastgele 6rnekleme tarafindan 6rneklendirilmistir. 2. derece ve 4. derece
polinomlar basit rastgele orneklemeyle segilen kiiciik boyutlu veri iizerinde en iyi egitim performansini
vermistir. Ancak her bir model tiiri hem Orneklem tiiriine hem de o6rneklem boyutuna gore ayri ayri
degerlendirildiginde ilgili RMSE ve R degerleri bakimindan 6nemli bir degisiklik goézlemlenmemistir. Bu
sonuglar, model olusturma siirecinde kullanilan egitim verileri bagimsiz degiskenler ile bunlara ait bagiml
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degisken arasindaki iliskiyi yeterince temsil ediyorsa egitim verisinin boyutu ve drneklem tiiriiniin egitim
evresinde DVM’in tahminleyici performans: {izerinde etkisi olmadigin1 gostermektedir. Model egitimleri
sonucunda elde edilen optimal kernel parametreleri Tablo 5’te verilmistir.

Tablo 5. Kernel fonksiyonlari igin belirlenen optimal degerler ve ilgili modele ait egitim R degeri.

Kernel Fonksiyonu C y R

RBF 260,8576 4,2855 0,9790
Dogrusal 9,1396 - 0,9605
2. Derece Polinom 18,2176 - 0,9766
3. Derece Polinom 0,2500 - 0,9790
4. Derece Polinom 0,0677 - 0,9784

3.2. Test Verisi Uzerinde DVM

Modellerin egitimi sirasinda kullanilmayan bagimsiz test verisi, DVM EKKA modellerinin performansim
objektif olarak degerlendirmek i¢in en uygun veri setidir. Bagimsiz test verisi, Tablo 1’de verilen 5 ayr1 goriintii
verisinden ve bunlarin birlestirilmesiyle elde edilen birlesik test verisi olmak iizere toplam 6 veri setinden
olugsmaktadir. En iyi egitim performansia gore Tablo 6’da bagimsiz test verisi {lizerinde elde edilen DVM
sonuglart sunulmaktadir. Her biri kalin harfle yazilmig dizi her bir test setindeki ilgili R ve RMSE degerlerini
gostermektedir. Bu degerler elde edilen en iyi egitim performansini veren ilgili DVM modeli baz alinarak
hesaplanmustir. Ilk bakista genel bir ¢ikarim olarak, egitim asamasinda gdzlemlenen en iyi egitim performansina
sahip DVM modellerinin R degerleri RBF kernel i¢in 0,9139 ile 0,9681, dogrusal kernel i¢in 0,9168 ile 0,9712,
2. derece polinom kernel i¢in 0,8886 ile 0,9716, 3. derece polinom kernel i¢in 0,8438 ile 0,9523, 4. derece
polinom kernel i¢in ise 0,8719 ve 0,9524 araliginda bulunmaktadir. En iyi egitim performansina sahip DVM
modellerinin RMSE degerleri RBF i¢in 0,1077 - 0,2825, dogrusal i¢in 0,0792 - 0,3015, 2. derece polinom igin
0,1105 - 0,2400, 3. derece polinom igin 0,1140 - 0,2723, ve son olarak, 4. derece polinom igin 0,1410 - 0,2502
araliginda bulunmaktadir.

DVM modellerin performanslart sirasiyla Tablo 7°de verildigi iizere egitim boyunca gecen islemci siiresine
(CPU zamani) dayali verimlilik bakimindan degerlendirildiginde, hem model karmasikliginin hem de egitim
verisi boyutundaki artisin CPU zamaninda artigla sonuglandigi gdzlemlenmektedir. Egitim verisinin boyutunun
kii¢tik oldugu yerde segilen RBF modeli i¢in ortalama egitim zamani 278,79 saniyedir. Biiyiik boyutlu veri ile
egitimi yapilan 3. dereceden polinom modelinin egitimi i¢in harcanan ortalama CPU zamani ise 106014,65
saniyedir (Tablo 7). Bu ¢alismadaki analizler Intel Core i7 3537U 2,00 GHz islemcili ve 6 GB RAM’e sahip bir
bilgisayar kullanilarak yapilmistir.

Tablo 8’de sunulan sonuglara gére MODIS’in kendi EKKA iiriinii olan MOD10A1 iiriinii (Hall vd., 2006)
bagimsiz test verisi ilizerinde en zayif performansi vermektedir. Buna karsin EKKA haritalamasi
performanslarinda DVM modelleri arasinda belirgin farklar goriilmemektedir. Sekil 4’de Tablo 8’de verilen
sonucglara ait sagilim grafikleri ayrica sunulmaktadir. Ancak DVM modellerin ve  MOD10A1 (iriiniiniin
performansinda istatiksel bakimdan anlamli farkliliklar olup olmadigina karar vermek i¢in tekrarlanan varyans
analizi (repeated analysis of variance - RANOVA) (Davis, 2002) yapilarak, asagidaki hipotezler her bir
performans 6l¢iitii i¢in ayr1 ayri test edilmistir:

HO : MModeIi = 'leodeIl ’

Hl : M Model; # Ilec»deIJ .

Burada, M

o6l¢iitiiniin (yani, RMSE ve R) beklenen degerini gostermektedir. RANOVA boyunca o = 0,05 6nem seviyesinde
Fisher’in en az anlamh fark (Least Significant Difference - LSD) (Dodge, 2008) testi de istatistiksel bakimdan
farkli modelleri tanimlamak i¢in uygulanmigtir. RANOVA testinin sonuglar1 Tablo 9’da verilmektedir. Ciftler
halinde yapilan karsilagtirmalarin sonuglar1t RBF, dogrusal ve 2., 3. ve 4. dereceden polinom modelleri arasinda
istatistiki agidan onemli bir fark olmadigimi ortaya ¢ikarmakta, ancak biitiin test veri setlerinde MOD10A1
iirtiniinden daha iyi performans sergilediklerini gostermektedir.

karsilagtirmalarda kullanilan ilgili modelin (yani, DVM ya da MOD10A1) performans

Model; *
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Tablo 6. RBF, dogrusal, 2. 3. ve 4. derece Polinom kernel fonksiyonu kullanan DVM modellerinin bes bagimsiz test goriintiisii ve toplamda 67495 pikselden olusan
birlesik test veri seti {izerindeki performansi.

Model Orneklem tiirii A B < D E Birlesik
RMSE R RMSE R RMSE R RMSE R RMSE R RMSE R

K 0,1927 0,9416 0,0946 0,9706 0,1407 0,9501 0,1020 0,8471 0,1968 0,9081 0,1431 0,9528
BR (0] 0,2350 0,9399 0,1054 0,9688 0,1253 0,9556 0,0953 0,9180 0,1428 0,9374 0,1419 0,9514
é B 0,2910 0,9346 0,1198 0,9678 0,1766 0,9429 0,1082 0,8524 0,2249 0,9073 0,1848 0,9427
14 R K 0,3092 0,9442 0,1358 0,9635 0,1420 0,9516 0,1247 0,9184 0,1535 0,9326 0,1768 0,9389
EKKA (0] 0,2490 0,8695 0,2099 0,8451 0,3028 0,8021 0,1145 0,8040 0,2393 0,8384 0,2337 0,8714
B 0,2825 0,9379 0,1212 0,9681 0,1785 0,9431 0,1077 0,8588 0,2196 0,9139 0,1825 0,9457
K 0,2825 0,9166 0,0923 0,9716 0,1275 0,9541 0,0804 0,9164 0,1448 0,9357 0,1521 0,9399
= BR (0] 0,3040 0,9182 0,0951 0,9698 0,1246 0,9561 0,0787 0,9159 0,1432 0,9372 0,1580 0,9355
é B 0,2989 0,9187 0,0937 0,9703 0,1247 0,9560 0,0784 0,9171 0,1429 0,9375 0,1562 0,9372
2y TR K 0,3281 0,9232 0,0973 0,9678 0,1246 0,9565 0,0788 0,9147 0,1448 0,9364 0,1659 0,9316
/A EKKA (0] 0,3045 0,9147 0,0925 0,9712 0,1282 0,9536 0,0783 0,9188 0,1418 0,9384 0,1583 0,9350
B 0,3015 0,9168 0,0923 0,9712 0,1268 0,9545 0,0792 0,9182 0,1425 0,9378 0,1573 0,9371
K 0,2046 0,9380 0,1364 0,9716 0,1701 0,9455 0,1105 0,8886 0,2400 0,8976 0,1693 0,9524
8 e BR (0] 0,2516 0,9330 0,1145 0,9700 0,1756 0,9452 0,0997 0,8757 0,2569 0,8827 0,1787 0,9446
g = B 0,2423 0,9268 0,1135 0,9717 0,1803 0,9412 0,0975 0,8855 0,2631 0,8734 0,1787 0,9442
a = TR K 0,2716 0,9366 0,1257 0,9654 0,1985 0,9324 0,1022 0,8495 0,3314 0,7569 0,2054 0,9253
o & EKKA (0] 0,2377 0,9272 0,1142 0,9720 0,1737 0,9401 0,0918 0,8853 0,2427 0,8734 0,1715 0,9446
B 0,2298 0,9306 0,1192 0,9715 0,1788 0,9433 0,1040 0,8876 0,2597 0,8819 0,1766 0,9475
K 0,2664 0,9422 0,1655 0,9573 0,2070 0,9352 0,1317 0,8720 0,2517 0,8906 0,2022 0,9439
B = BR (@] 0,2869 0,9421 0,1456 0,9526 0,2089 0,9279 0,1174 0,8290 0,2353 0,8999 0,1993 0,9354
g = B 0,3063 0,9365 0,1450 0,9532 0,2115 0,9283 0,1120 0,8332 0,2487 0,8916 0,2058 0,9327
a = TR K 0,3826 0,9317 0,1622 0,9271 0,2264 0,9185 0,1192 0,7911 0,2363 0,8910 0,2309 0,8972
o 0 EKKA (0] 0,2969 0,9387 0,1381 0,9552 0,1953 0,9345 0,1145 0,8163 0,2133 0,9116 0,1931 0,9354
B 0,2723 0,9396 0,1498 0,9523 0,2163 0,9253 0,1140 0,8438 0,2360 0,9043 0,1985 0,9387
K 0,2502 0,9432 0,2027 0,9524 0,2163 0,9330 0,1410 0,8719 0,2498 0,8882 0,2100 0,9428
L e BR (@] 0,2920 0,9344 0,1889 0,9390 0,2694 0,8980 0,1187 0,8353 0,2585 0,8873 0,2297 0,9261
g =) B 0,3294 0,9294 0,2022 0,9409 0,2568 0,9157 0,1337 0,8476 0,2841 0,8775 0,2417 0,9294
a = TR K 0,3365 0,9270 0,1711 0,9113 0,2219 0,9077 0,1292 0,7639 0,2641 0,8447 0,2246 0,8952
< & EKKA (0] 0,3004 0,9343 0,1429 0,9540 0,1981 0,9299 0,1137 0,8304 0,2139 0,9077 0,1955 0,9351
B 0,2899 0,9356 0,1873 0,9468 0,2580 0,9173 0,1347 0,8461 0,2664 0,9022 0,2285 0,9375

Kalin yaz:1 tipiyle belirtilen satir, en iyi egitim performansi bakimindan ilgili modelin test sonuglarini géstermektedir.
K: Kiigiik, O: Orta, B: Biiyiik 6rneklem boyutu.

921



Ciftci ve Kuter Bartin Orman Fakiiltesi Dergisi, 2019, 21 (3): 911-926

Dogrusal Polinom 2 Polinom 3 Polinom 4 RBF MOD10

e

Sekil 4. Bagimsiz test verisine ait EKKA degerlerinin sa¢ilim grafikleri. Grafiklerde x ekseni referans, y ekseni
ise modellenen EKKA degerlerine karsilik gelmektedir.

Tablo 7. DVM modellerinin egitimi boyunca saniye bazinda harcanan ortalama CPU zamanlari.

. Orneklem Boyutu
Kernel Fonksiyonu
Kiigiik Orta Biiyiik

RBF 278,79 2299,50 8457,31
Dogrusal 10374,62 49335,69 100794,23
2. Derece Polinom 7969,15 46327,25 96512,34
3. Derece Polinom 10040,63 42625,48 106014,65
4. Derece Polinom 8905,60 45536,91 92053,59

Tablo 8. DVM ve MOD10A1’den elde edilen EKKA degerleri igin bagimsiz test veri setlerine ait RMSE ve R

degerleri.
Test Veri RBF Dogrusal 2. Derece Polinom
Seti RMSE R RMSE R RMSE R
A 0,2825 0,9379 0,3015 0,9168 0,2046 0,9380
B 0,1212 0,9681 0,0923 0,9712 0,1364 0,9716
C 0,1785 0,9431 0,1268 0,9545 0,1701 0,9455
D 0,1077 0,8588 0,0792 0,9182 0,1105 0,8886
E 0,2196 0,9139 0,1425 0,9378 0,2400 0,8976
Birlesik 0,1825 0,9457 0,1573 0,9371 0,1693 0,9524
Test Veri 3. Derece Polinom 4. Derece Polinom MOD10A1
Seti RMSE R RMSE R RMSE R
A 0,2723 0,9396 0,2502 0,9432 0,5221 0,6870
B 0,1498 0,9523 0,2027 0,9524 0,2652 0,8461
C 0,2163 0,9253 0,2163 0,9330 0,2738 0,8478
D 0,1140 0,8438 0,1410 0,8719 0,1836 0,7089
E 0,2360 0,9043 0,2498 0,8882 0,3803 0,6885
Birlesik 0,1985 0,9387 0,2100 0,9428 0,3245 0,8270
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Tablo 9. RMSE ve R degerleri bakimindan RANOVA test sonuglarinin karsilagtirmasi

Ortalama Fark LSD testinin Ortalama Fark LSD testinin

RUBIE) IR s RMSE; - RMSE; p degeri Ri- R p degeri
Dogrusal 0,0321 0,057 -0,0113 0,370
2. Derece Polinom 0,0102 0,515 -0,0044 0,504
RBF 3. Derece Polinom -0,0158 0,069 0,0106 0,016*
4. Derece Polinom -0,0297 0,102 0,0060 0,347
MOD10A1 -0,1429 0,002* 0,1604 0,002*
RBF -0,0321 0,057 0,0113 0,370
2. Derece Polinom -0,0219 0,445 0,0070 0,514
Dogrusal 3. Derece Polinom -0,0479 0,047 0,0219 0,166
4. Derece Polinom -0,0617 0,053 0,0174 0,209
MOD10A1 -0,1750 0,000* 0,1717 0,001*
RBF -0,0102 0,515 0,0044 0,016*
Dogrusal 0,0219 0,445 -0,0070 0,166
2 DErece 3. Derece Polinom -0,0260 0,067 0,0150 0,102
4. Derece Polinom -0,0399 0,003* 0,0104 0,466
MOD10A1 -0,1531 0,007+ 0,1647 0,001*
RBF 0,0158 0,069 -0,0106 0,016*
Dogrusal 0,0479 0,047* -0,0219 0,166
% DEreCe 5 Derece Polinom 0,0260 0,067 10,0150 0,102
4. Derece Polinom -0,0399 0,237 -0,0046 0,466
MOD10A1 -0,1531 0,006* 0,1498 0,003*
RBF 0,0297 0,102 -0,0060 0,347
Dogrusal 0,0617 0,053 -0,0174 0,209
4. Derece -
SelFirar 2. Derece Polinom 0,0399 0,003* -0,0104 0,031*
3. Derece Polinom 0,0139 0,237 0,0046 0,466
MOD10A1 -0,1133 0,022* 0,1544 0,002*
RBF 0,1429 0,002* -0,1604 0,002*
Dogrusal 0,1750 0,00* -0,1717 0,001*
MOD10A1 2. Derece Polinom 0,1531 0,007* -0,1647 0,001*
3. Derece Polinom 0,1271 0,006* -0,1498 0,003*
4. Derece Polinom 0,1133 0,022* -0,1544 0,002*

*ortalama farkin o= 0,05 6nem seviyesinde istatistiksel agidan anlamli oldugunu gostermektedir.

4. Sonuglar

Kar ortiisiiniin siirekli olarak izlenmesi, hem yerel hem de kiiresel 6l¢ekte yeryiiziiniin hidrolojisi, meteorolojisi
ve iklimindeki degisiklikleri izlemek agisindan ¢ok biiyiik 6neme sahiptir. Bu ¢alismada, EKKA haritalamasi
icin parametrik olmayan DVM ydnteminin uygunlugu arastirtlmistir. MODIS 1-7 bantlarina ait atmosfer iistii
reflektans degerleri, NDSI, NDVI ve arazi sinifi bagimsiz degiskenler olarak kullanilirken, referans EKKA
degerleri daha yiiksek mekansal ¢oziiniirliiklii Landsat 7/8 verilerinden {iretilip, bagimli degisken olarak
kullanmilmistir. Bagimsiz test goriintiileri iizerinde farkli model olusturma konfigiirasyonlara sahip DVM
modellerinin performanslarinin, MODIS’in kendi EKKA {iriinii olan MODI10A1’e gore daha iyi oldugu
gbzlemlenmekle beraber, MOD10A1’in kiiresel 6lgekte iiretilen giinliik bir tiriin oldugunu vurgulamak ve bu
calismada elde edilen sonuglarin bu {riinlin genel basarisini tam olarak yansitmadigini sdylemek yerinde
olacaktir. DVM'lerin geleneksel istatistiksel yontemlere gore avantaji, bir dizi bagimsiz degisken ve bir bagimh
degisken arasindaki temel iliskiyle ilgili herhangi bir 6nsel varsayimda bulunmamasindan kaynaklanir. DVM
modellerin egitim siireci yalnizca iki parametreye baglidir: i) kernel fonksiyonu ve ii) C’nin se¢imi.

Calismadan elde edilen sonuglar 151831nda, DVM ile EKKA haritasi tiretmede kullanilacak en uygun kernel, CPU
zamam goz Oniline alindiginda, RBF kernel olarak belirlenmistir. Modellerin egitiminde kullanilan egitim veri
seti boyutunun olusturulan DVM modelin performans: {izerinde her hangi bir etkisi goriilmemekle birlikte,
model olusturma siirecinde kullanilan egitim verisinin bagimli degiskenle bagimsiz degiskenler arasindaki
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iliskiyi yliksek diizeyde temsil edebilme 6zelligine sahip olmasi parametrik olmayan tiim makine 6grenmesi
algoritmalarinin basarisi i¢in 6nemli bir faktér oldugunu belirtmek gerekmektedir. Bu ¢alismada bulunan
sonuglara paralel olarak, literatiirdeki o6rnekler de DVM’lerin kii¢iik egitim veri setleri {izerinde yiiksek
dogrulukla ¢alistigin1 géstermektedir (Chi vd., 2008; Foody ve Mathur, 2004, 2006).

DVM modeller ile MODIS verilerinden EKKA haritalarimin iiretildigi bu ¢alisma, istatistiksel analiz,
matematiksel modelleme ve karar verme teorisi gibi matematik bilimlerinden tekniklerin kullanilmasini
icermektedir. Makine dgrenme algoritmalari ile EKKA haritalama yontemlerinin gelistirilmesi, UA alanindaki
umut verici ilerlemelerden biri olacaktir. Bu ¢ergeveden bakildiginda, UA'da ilk kez MODIS verilerinden
EKKA haritalamasi i¢in DVM'lerin uygulanabilirligini ve kullanimin1 degerlendirmesi agisindan bu g¢alisma
biiyiik bir katki saglamaktadir.
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