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OZET/ABSTRACT

Ornek tabanli siiflandiricilar basitligi, uygulanabilirligi ve seffafligindan &tiirii yaygin bir
kullanima sahiptir. k en yakin komsuluk siniflandiricist (K-EKS) bu alanda en ¢ok tercih edilen
algoritmalardan biridir. K-EKS’de performans, k parametresi ile dogrudan iliskilidir. En uygun
k parametresi, kullanici tarafindan genellikle deneme-yanilma yontemiyle segilir. Bununla
birlikte, bir veri setinde gapraz gecerleme islemi siiresince her bir test 6rnegi i¢in ayni k
parametresinin kullanilmasi genel siniflandirma basarisin1 olumsuz etkilemektedir. Her bir test
Oornegi i¢in en uygun k degerinin segilmesi daha basarili sonuglar elde edilmesini
saglayabilmektedir. Calismamizda her bir test 6rnegi i¢in en uygun k parametresini kiimeleme
yontemiyle bulan ve bu sayede genel siniflandirma basarisini artiran bir yontem tizerinde
calisilmis ve basarili sonuglar elde edilmistir.

Instance based classifiers have a world-wide usage due to their simplicity, applicability,
and clearness. k Nearest Neighbors (k-NN) classifier is one of the most preferred algorithm in
this area. The performance of k-NN is directly related with the k parameter. The best k
parameter is generally chosen by the user and the optimal k value is found by experiments.
Additionally, the chosen constant k value is used during the whole cross validation process.
The fixed k value used for each test sample can decrease the overall prediction performance.
The optimal k value for each test sample should vary from others’ in order to have better
performance. In this study, a dynamic k value selection method for each test sample is proposed.
This improved method employs a simple clustering procedure in classification. In the
experiments, more accurate results are found.
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1. GIRIS

Yaygin bir kullanim alanina sahip k en yakin komsuluk algoritmasi1 (k-EKS), kullanict
tarafindan belirlenen sabit bir k degeri ile kullanilmaktadir. Literatiirde en uygun k degerinin
deneme yanilma yontemi ile bulundugu belirtilmektedir (Myatt, 2007a). Sabit k degerinin genel
siniflandirma basaris1 tlizerindeki olumsuz etkileri bu c¢alismada incelenmis ve bir takim
¢oziimler onerilmistir. Bu amagla k parametresinin siniflandirma basarisina olan etkisi degisik
acilardan kanitlanmaya ¢alisilmistir.

Sekil 1, Sekil 2, Sekil 3 ve Sekil 4’de goriildiigi tizere farkli k degerlerinin siniflandirma
basarisina olan degisik etkileri incelenmistir. Bazi UCI veri setleri iizerinde k-EKS
smiflandiricisi, 1’den 50’ye kadar k parametreleriyle sirayla denenmis ve dogruluk (accuracy)
oranlari ¢apraz gecerleme islemiyle elde edilmistir (Bache ve Lichman, 2013). Goriildiigii tizere
k parametresinin artirilmasiyla siniflandirma basarist Sekil 1°deki UCI veri setlerinde (vovel,
ionosphere, soyabean ve segment) artmus; Sekil 2’deki veri setlerinde (balance-scale,
waveform, splice ve heart-statlog) azalmis; Sekil 3’deki veri setlerinde ise (iris, hypothroid, kr-
vs-kp ve sick) belirgin bir degisime ugramamustir. Sekil 4’te ise daha farkli bir durum vardir.
colic, credit-a ve sonar gibi veri setlerinde ise artan k parametresi ile performansta yer yer
artmalar ve azalmalar meydana gelmektedir. Tiim bu durumlar birgok veri seti tizerinde k-EKS
algoritmasi ile elde edilecek simiflandirma basarisinin k parametresi ile dorudan iligkili
oldugunu gostermektedir.
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Sekil 1. k-EKS’de artan k parametresi ile performansin azalisi
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Sekil 2. k-EKS’de artan k parametresi ile performansin artmasi
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Sekil 3. k-EKS’de k parametresinin performansa etki etmemesi
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Sekil 4. k-EKS’de k parametresi ile performansin degismesi

Bir veri setinde her bir test 6rnegini dogru siniflandirmak amaciyla fakli bir k degerine
gereksinim duyuldugu Cizelge 1°de goriilmektedir. audiology veri setinin test kismindan
secilen baz1 orneklerin gecerleme isleminde, siniflandiricinin farkli k degerleriyle bu test
ornegini dogru smiflandirip siflandirmadigr  gozlemlenmeye ¢alisilmistir. 1 degeri
siniflandiricinin ilgili drnegin siif etiketini dogru tahmin ettigini; O ise yanlis tahmin ettigini
gostermektedir. Bu cizelgeye gore k degeri 1 alindiginda 8 6rnekten sadece 3 tanesi dogru
bilinebilirken; k degeri 4 alindiginda 6 tanesi doru bilinebilmektedir.

Cizelge 1. k degerinin basariya etkisi

k-EKS i¢in k parametresi

112[3/4|5[6|7]8]9]10

1.6rnek 0|{0j0|0O]0OJOjO]1]1]1
2.0rnek 1111 ]1]1)]1}]1]|1]1
3.0rnek 0{0j0j0O]|0OJO|O]|O]O] O
4.6rnek Ojoj1f1j1]1|1]1]1]1
5.0rnek 0j0jO0f1]|1]1|0]|0]0] 1
6.0rnek 1(1j1)1|1]1]1]1]0] 0
7.6rnek 1(1j1)]1|1]0|1]|1]1]1
8.0rnek 0{0j0j1]|0|j0Of0O]|0O]|O] O
Dogrutahminsayist | 3|34 |6|5]|4]|4]|5]4] 5

Cizelge 1°de gortildiigii lizere bazi test 6rnekleri i¢in kK degeri artirildiginda, azaltildiginda
ya da belirli araliklarda alindiginda dogru tahmin yapilmaktadir. Bu durum bize genel
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siiflandirma basarisinin artirmak amaciyla her test 6rnegi i¢in sabit bir k degeri yerine uygun
bir k degerinin se¢ilmesi gerektigini gostermektedir.

Sekil 5’de tiim verileri normalize edilmis UCI veri setlerinden sirayla lymph, breast-cancer,
credit-a ve letter’in orijin noktalarma gore tiim noktalarin uzakliklarinin histogramlari
goziikmektedir. Bu sekiller veri setlerinin orijin noktalarma goére kendi uzaylarindaki
yayilimlart hakkinda bir fikir vermektedir. Orijindeki bir test noktasinin k-EKS teknigi ile
smiflandirilmasinda histogram grafigine bakacak olursak en uygun k degeri lymph veri setinde
2; breast-cancer’da 15 alinmasi gerektigi anlagilir. Ciinkii orijindeki noktaya ayni1 uzaklikta
olan ve ayn1 yoriinge tizerinde duran sirasiyla 2 ve 15 tane noktalar kiimesi vardir. Bu durum
bize herhangi bir test Grneginin etrafindaki noktalarin uzakliklarina bagl olarak k-EKS igin
uygun bir k parametresinin bulunabilecegini géstermektedir. Diger bir taraftan letter ve credit-
a veri setinde ise en uygun Kk degeri icin 1’den baslayarak deneme yanilma yontemi
uygulanabilir. Ciinkii bu veri setlerinde orijin noktasina olan 6rneklerin uzakliklar1 farklilik
gostermektedir.
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Sekil 5. Bazi veri setlerinin histogram bilgileri

Sinifi belirlenmek istenen bir test noktasi etrafinda hemen hemen ayni uzaklikta birden fazla
nokta bulunabilir. Bu durumda k-EKS smiflandiricist igin segilen k parametresinin 1 alinmasi
durumunda rastgele se¢imden otiirii siniflandirma islemi giivenilirligini yitirmektedir. Sekil
6A’da goriildiigli ilizere rastgele yapilan bu islemde smf etiketi her denemede bagka
cikabilmektedir. Bir test 0rnegine ayni uzaklikta birden fazla 6rnegin bulunma ihtimali olduk¢a
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azdir. Fakat benzer uzaklikta birden fazla 6rnek bulunabilmektedir. Sekil 6B’deki senaryoda k
degerinin 1 veya daha fazla alinmasi durumunda sonug farkli ¢ikacaktir.
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Sekil 6. Siniflandirma 6rnekleri

Calismamiz bes boliimden olusmaktadir. Ik bdliimde, yukarida bahsedildigi gibi drnek
tabanli siniflandiricilarda her bir test girdisi i¢in neden farkli parametrelere ihtiya¢ duyuldugu
aciklanmaya calisilmistir. 2. bolimde k-EKS’de her bir test Ornegi i¢in en uygun k
parametresini segen bir siniflandirici algoritmasina yer verilmistir. 3. boliimiinde bellek tabanli
siiflandiricilarda kullanilan arama yontemlerine ve zaman karmasikliklarina; 4. boliimiinde
elde edilen deneysel sonuglara ve son boliimde ise degerlendirmelere yer verilmistir.

2. EN YAKIN KUME iLE SINIFLANDIRMA

k-EKS algoritmasinda her bir test Ornegi igin en uygun k parametresinin segilmesi
gerektigini diisiincesi bir onceki boliimde anlatilmistir. Bu amagla ¢alismamizda k-EKS
algoritmasina benzeyen fakat daha yiiksek doruluk oranina sahip olabilecegi diisiiniilen bir
smiflandiriciya yer verildi. Bir en yakin kiime siniflandiricist (1EKS) diye isimlendirilen bu
Ogrenici, test noktasina en yakin ilk kiimedeki drneklerin tamamini hesaplamaya katmaktadir.
1EKS tekniginin islem basamaklar1 su sekildedir:

1. N, veri setinde O6rnek sayisi olmak iizere, veri setine ait tiim degerleri normalize et,
2. Test noktasina en yakin M adet 6rnegi al ve | adet kiimeye bol,

3. Test noktasina en yakinda noktanin ait oldugu kiimenin tim elemanlarini k-EKS
yontemiyle siniflandirma iglemine al.
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Sekil 7. Kiimeleyerek siniflandirma (1EKS) 6rmegi
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Sekil 7°teki ornek senaryoda test noktana degisik uzaklikta olan noktalarin histogram
grafigi gorlilmektedir. Bu noktalar kiimeleme yontemiyle (clustering) 3 adet kiimeye
boliinmistiir. 1EKS siniflandiricist i¢in en yakinda bulunan kiime igerisindeki 6 adet 6rnek
hesaplamaya katilacaktir (k-EKS igin k=6 alinacaktir).

Test noktasina en yakin M adet 6rnegin | adet kiimeye boliinmesi ve sadece en yakindaki
ilk kiimenin isleme dahil edilmesi dinamik bir yapiy1 olusturmaktadir. | adet kiimenin (k-
means’deki K ifadesinin k-EKS’deki Kk ile karistirllmamas igin | ifadesi tercih edilmistir) her
birinde yaklasik olarak M /[ adet eleman oldugu diisiiniilebilir. Normalde k-EKS smiflandiricisi
i¢in kullanici tarafindan segilen K parametresi ile bizim yontemimizdeki M /I kombinasyonuna
denk olmasi su formiil ile saglanabilir:

kNN'deki k = lﬂ 1)

Bu sayede M/l ikilisiyle her bir test drneginin siiflandirilmasi i¢in uygun bir kK degeri
hesaplanmis olmaktadir.

Uzerinde ¢alisilan 1EKS tekniginde k-EKS ve k-means ydntemlerinin toplam zaman
karmasikliklart oldugu i¢in normal k-EKS siniflandiricisina gére bir miktar daha maliyetlidir
(Myatt, 2007Db).

3. EN YAKIN ORNEKLERIi ARAMA YONTEMLERI

k en yakin komsuluk algoritmasi (K-EKS) bellek tabanli bir siniflandiricidir ve siniflandirma
isleminde her bir test 6rnegi i¢in egitim setinde ayr1 ayri1 arama yapilmaktadir. Bu durum
hesaplama zamanini artirmaktadir. Uygulamamizda hesaplama zamanini diisiirmek i¢in iki tip
arama algoritmasi kullanilmistir. Literatiirde bir veri setinde boyut sayis1 10’dan biiyiik ise tam
kapsamli arama (Exhaustive Search); 10°dan kiigiik ise KB-Agag veri yapisi ile yapilan arama
yontemini tavsiye edilmektedir (MATLAB R2014a Tutorial, 2014). Kullanilan arama
yontemleri algoritmanin basarisini etkilememektedir, sadece hesaplama siiresi iizerinde etki
yapmaktadir.

3.1. Tam Kapsamh Arama

Tam kapsamli arama (Exhaustive Search) ile hi¢bir veri yapisi ve algoritma kullanilmadan
Oklid uzakligma gore test noktasina en yakin Ornek sirali bir sekilde aranir. Bu arama
yonteminin zaman karmasikligi oldukga yiiksektir. D veri setinin boyut sayisi, N de eleman
sayis1 olmak tizere bu algoritmada Big-O notasyonuna gore istenilen bir elemana en yakin M
adet noktaya ulasmanin zaman karmasikligi O (D * M * N)’dir (Weiss, 2013).

3.2. kB-Agac ile Arama

Jon Bentley tarafindan 1975 yilinda gelistirilen k Boyutlu Aga¢ (KB-Agag) veri yapisi, Ikili
Uzay Boéliitleme yontemlerinden biridir ve ikili arama agaci olan fkili Arama Agaci Veri
yapisinin ¢ok boyutlu tiiriidiir. Uzayda bulunan noktalar her bir diizlemde bir dogruyla iki ayri
boliime (partition) ayrilir. Bu islem 6zyinelemeli olarak her bir bolimde belirlenen sayida
noktalar kalana dek devam eder.

Big-O notasyonuna gore kD agacinin kurulumu ile ilgili zaman karmagikligt O(D * N *
log N)’dir. Kurulumdan sonra sadece bir 6rnegini aramanin maliyeti O(D * log N); her hangi
bir test noktasina en yakin M adet noktanin bulunma maliyeti ise O(D * M x logN)’dir. Bu
durum tam kapsamli aramada O(D * M = N) seklindedir. D ve M degerlerinin sabit oldugu
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diistiniilirse karmasikliklar O(N) ve O(logN) seklinde olacaktir. Goriildiigi tizere tam
kapsamli aramaya gore kB-Agag ile arama daha avantajlidir.

4. PRATIK UYGULAMA VE DENEYSEL SONUCLAR

Verileri normalize edilmis, kayip degerleri yer degistirilmis, nominal degerleri ikili sayisal
degerlere doniistiiriilmiis 36 adet UCI veri seti, MATLAB ortaminda 5x2 ¢apraz gecerleme ile
tizerinde calisilan siiflandiricilarla test edilmistir. Calismamizin dogrulugunu siamak igin
5x2 kat gapraz gecerleme (5x2 Fold Cross Validation) yontemi tercih edilmistir. Bu islemde 2
kat capraz gecerleme islemi 5 defa tekrarlanarak yapilir. 2 kat ¢apraz gecgerleme isleminde
egitim seti rastgele 2 pargaya ayrilir. Ilk parca test seti, ikici parca egitim setidir. Daha sonra
test setindeki kayitlarin yiizde kagmin dogru bilindigi hesaplanir. Ilk islem tamamlandiktan
sonra bu sefer birinci parga test seti iken egitim setine; iKinci parga egitim seti iken test setine
doniistiiriilerek yiizdelik basari tekrar hesaplanir. Bu islemler 5 defa tekrarlanarak 10 tane
yiizdelik basar1 sonucu elde edilir (Alpaydin, 2010). Capraz gecerleme isleminin sonucu ise
elde edilen 10 tane sonucun aritmetik ortalamasi alinarak bulunur. Bulunan sonug siiflandirma
isleminin calisilan egitim seti lizerindeki basarisini gosterir. Veri setlerinde arama yontemi
olarak kD agag¢ veri yapisi ve tam kapsamli arama yontemlerinden uygun olan1 kullanilmistir.

Cizelge 2’te yaptigimiz ¢alismanin sonuglar1 verilmektedir. Her bir veri setine ait 6rnek
(instance) sayisi, ozellik sayist (attribute) ve sinif etiketi (class label) sayisi siitunlar halinde
sirastyla verilmektedir. Bu bilgiler veri setlerinin yogunlugu ve istatistiksel yapisi hakkinda bir
oOn fikir vermektedir. Sonraki iki siitunda ise veri setlerinin k-EKS siiflandiricist ile verdigi en
yiksek dogruluk oranin1 hangi k parametresi ile verdigi gosterilmektedir. Yaptigimiz
uygulamalarda 36 adet veri setinde k-EKS algoritmasinin 1 ile 100 arasindaki tim Kk
parametreleri tek tek denenmis ve en yiiksek dogruluk oraninin hangi k degerinde bulundugu
tespit edilmistir. Sekil 8’de de goriildiigii lizere 14 adet veri setinde en iyi siiflandirma k=1
alindiginda gerceklesmistir.

Cizelge 2’nin INN siitununda k=1 alindiginda k-EKS’in basaris1 listelenmistir. Siradaki
stitunda ise k=5 alinarak elde edilen k-EKS siniflandiricisinin; sonraki siitunda en yakindaki
kiime (1EKS) siniflandiricist ile elde edilen dogruluk oranlari goriilmektedir. 1EKS
siniflandiricisi ile k-EKS siniflandiricisini kargilagtirabilmek igin yapilan uygulamalarda k-EKS
icin k parametresi 5 alinmigtir ve tiim veri setleri igin dogruluk sonuglari hesaplanmistir.
1EKS’de her bir test noktasina en yakin (M degeri) 20 eleman alinarak k-means kiimeleme
yontemiyle (iterasyon sayisi=100 ve k-means i¢in k parametresi=4 alindi) 4 adet kiimeye (I
degeri) boliinmiistiir. Bu durumda 4 adet kiimenin her birinde yaklasik olarak 5’er adet 6rnek
bulundugu diisiiniilebilir. Bu durum k-EKS’de k=5 anlamina geldigi diisiiniilebilir.

Iki farkli smniflandirma mekanizmasi tarafindan elde edilen sonuglarin istatistiksel
anlamliligini tespit etmek igin T-Test yontemi tercih edilmistir (Demsar, 2006; Berg, 2008).
Iki smiflandirma mekanizmasmin Kkarsilastirilmasinda T-Test yoéntemi ii¢ farkli sonug
vermektedir: win (birinci siiflandirici daha basarili), loss (basarisiz) ve tie (esit) seklindedir.
k-EKS (k=5) ile 1IEKS (M/l = 20/4) simiflandiricilar ile elde edilen dogruluk oranlarinin
yiizdelik artig-azalis oranlar1 ve bu iki smiflandiricinin T-Test sonuglari 1EKS/k-EKS
karsilagtirma isimli stitununda goriilmektedir. Bu karsilastirmada %15°e kadar siiflandirma
basarisinda artis oldugunu gézlemlenmistir. Her iki siniflandiricinin karsilagtirmasi sonucunda
8 adet veri kiimesinde basar1 (win) saglanmis, 20’sinde degisme olmamuis (tie) ve 8 tanesinde
basarisiz (10ss) olunmustur. Ayrica 1IEKS-1NN siitununda da goriildiigii izere 1EKS yontemi,
INN ile karsilastirildiginda daha basarili sonuglar elde edilmistir: 12 adet win, 20 adet tie ve
sadece 4 adet loss. Goriildiigli tizere 1EKS algoritmasi ile bazi veri setlerde daha basarili
sonuglar elde edilmistir.
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1EKS i¢in M/l ikililerinden k-EKS’deki k=5 parametresine denk gelen 10/2, 15/3, 30/6,
50/10 ve 100/20 kombinasyonlar1 ayri ayr1 denenmistir. Denemelerde 20/4 ile elde edilen
benzer dogruluk oranlarina ve hemen hemen aymi sayida win, tie ve loss sonuglarina
ulasilmistir. Bu sonuglar {i¢ farkli ¢ikarim yapilmasini saglamistir:

1. Benzer sonuglar1 veren diisiik degerlikli M/l ikilisinin tercih edilmesi hesaplama
stiresinin kisalmasini saglar.

2. k-EKS’deki K’ya esit olmasi igin genel olarak M, k’nin 3 kat1 alinabilir ve | degeri de 3’e
sabitlenebilir ( k = M/l oldugunu hatirlayiniz).

3. Busayede M /! ikilisi tek bir parametre gibi diisiiniilebilir.

Cizelge 2: Algoritmalarin 36 veri kiimesi lizerinde karsilastirilmasi

En iyi k-EKS 1EKS-kNN | 1EKS-INN
sonucu kargilastirma | karsilagtirma
\eri seti Ornek | Ozellik | Sinif K Dogruluk INN k-E_KS 1E_KS 0'lik T-test o%'lik T-test
sayist | sayist | sayisi orant k=5 | M/I=20/4 sonucu sonucu
artis artis
abalone 4153 19 10 | 55| 0.2682 |0.2023 | 0.2301 | 0.2249 |-2.26| loss |11.15| win
anneal 890 4 62 1 | 09769 |0.9769]0.9584 | 0.9715 1.36 tie | -0.55] tie
audiology 169 5 69 4 | 0.7053 |0.6757|0.6852 | 0.6556 |-4.32| loss |-2.98 | loss
autos 202 5 71 1 | 0.6505 |0.6505|0.5723 | 0.6010 | 5.02 | win |-7.61 | loss
balance-scale | 625 3 4 |100| 0.8931 |0.7894|0.8576 | 0.8547 |-0.34| tie | 8.27 | win
breast-cancer 286 2 38 9 | 0.7308 |0.6643]0.7098 | 0.7084 |-0.20 | tie 6.64 | win
breast-w 699 2 9 5 | 09671 |0.9548 ] 0.9671 | 0.9557 |-1.18 | tie 0.09 tie
col10 2019 10 7 1 | 0.7241 |0.7249| 0.7072 | 0.7168 1.36 tie -1.12 | tie
colic 368 2 60 | 74| 0.8196 |0.6957|0.7777 | 0.7380 |-5.10| loss | 6.09 | win
credit-a 690 2 42 | 38| 0.8452 |0.7901) 0.8304 | 0.8043 |-3.14| loss | 1.80 tie
credit-g 1000 2 59 14 | 0.7248 |0.6824 | 0.7176 | 0.7116 |-0.84 | tie 428 | win
d159 7182 2 32 1 | 0.9453 [0.9451)0.9404 | 0.9490 | 0.92 tie 0.42 tie
diabetes 768 2 8 15| 0.7466 |0.6943|0.7286 | 0.7143 |-1.97| tie 2.88 tie
glass 205 5 9 1 | 0.6780 |0.6713| 0.6410 | 0.6644 3.65 | win |-1.03| tie
heart-statlog 270 2 13 62 | 0.8356 |[0.7467 | 0.8052 | 0.7785 |-3.31| loss | 4.26 | win
hepatitis 155 2 19 5 | 0.8361 |0.7948]0.8361 | 0.8039 |-3.86| loss | 1.14 tie
hypothyroid 3770 3 31 5 | 09329 [0.9125]0.9329 | 0.9289 |-0.44 | tie 1.79 tie
ionosphere 351 2 33 1 | 0.8558 |0.8598 | 0.8387 | 0.8701 3.74 | win | 1.19 tie
iris 150 3 4 10 | 0.9693 |0.9467 | 0.9613 | 0.9520 |-0.97 | tie 0.56 tie
kr-vs-kp 3196 2 39 3 | 0.9008 |[0.8891 | 0.8923 | 0.9260 3.78 | win | 4.15 | win
labor 57 2 26 1 | 0.8807 |0.8732|0.8421 | 0.8316 |-1.25| tie |-4.76 | loss
letter 20000 26 16 1 | 0.9441 [0.9438|0.9343 | 0.9416 0.78 tie |-0.23 | tie
lymph 142 2 37 12 | 0.8338 |0.7592|0.7915| 0.7859 |-0.71| tie 3.52 | win
mushroom 8124 2 112 1 1.0000 |1.0000|0.9999 | 0.9998 |-0.01| tie -0.02 | tie
prim.-tumor 302 11 23 18 | 0.4755 |0.3874|0.4430 | 0.4291 |-3.14| loss |10.77 | win
ringnorm 7400 2 20 2 | 0.7915 |0.7257]0.6623 | 0.7354 |11.03| win | 1.33 | win
segment 2310 7 18 1 | 0.9583 |0.9580| 0.9443 | 0.9539 1.01 tie |-0.43 ] tie
sick 3772 2 31 5 | 0.9598 |0.9569 | 0.9598 | 0.9562 |-0.38| tie -0.07 | tie
sonar 208 2 60 1 | 0.8375 |0.8375]|0.7481 | 0.8433 |12.72| win | 0.69 tie
soybean 675 18 83 1 | 0.8942 |0.8916 | 0.8776 | 0.8806 0.34 tie -1.23 | tie
splice 3190 3 287 |99 | 0.8413 |0.7357| 0.7285 | 0.7628 471 | win | 3.68 | win
vehicle 846 4 18 3 | 0.6839 |0.6723]0.6825 | 0.6752 |-1.07 | tie 0.43 tie
vote 435 2 16 3 | 0.9297 ]0.9228 | 0.9297 | 0.9264 |-0.35]| tie 0.39 tie
vowel 990 11 11 1 | 0.9517 |0.9473]0.7806 | 0.8994 |15.22| win |-5.05| loss
waveform 5000 3 40 75| 0.8492 [0.7278| 0.7875 | 0.7476 |-5.06 | loss | 2.72 | win
Z00 84 4 16 1 | 0.9976 |0.9987|0.9929 | 0.9762 |-1.68| tie |-2.25| tie

Ayrica tim veri setleri i¢in k-EKS’de k degeri, sirasiyla 1’den 100’e kadar alinarak
simiflandirma basarilar1 elde edilmistir. Sekil 8’de de goriildiigii tizere k-EKS simiflandirici igin
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genelde kiigiik degerlikli k parametresi ile en yiiksek basar1 elde edilmistir. 14 adet veri setinde
en yiiksek basari, k=1 alindiginda hesaplanmistir. Sadece 7 adet veri kiimesinde 38 ve tizeri k
degeri ile en basarili sonuglar elde edilmistir. kK-EKS i¢in en uygun parametrenin kiigiik degerler
olmasi gerektigi bazi ¢alismalarda ispatlanmistir (Ozger vd., 2013).

k degeri
{1}
[2-3]
[4-5]

[9-18]

[38-100]

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
Adet

Sekil 8. k-EKS siniflandiricisinda en iyi sonucu veren K degerlerinin adedi

INN’in en iyi smiflandirict oldugu bazi veri kiimeleri lizerinde 1EKS yonteminin daha
yiiksek basar1 elde etmesi miimkiin degildir diye diistinlilmiistii. Fakat 1EKS yonteminde M/
ikilisi 20/4 alindiginda ionosphere, d159 ve sonar gibi baz1 veri setlerinde 1NN’e gore daha da
yiiksek basarilar elde edilmistir. Bu durum, 1NN’den farkli olarak 1EKS y6nteminde her bir
test drnegi icin esnek ve dinamik bir parametre olusturma mekanizmasi ile ilgilidir. Diger veri
setlerindeki (autos, glass, vowel, anneal, col10, labor, letter, mushroom, segment, soybean,
z00) T-Test analizinde tie sonucu alinmistir. Bu durum bazi veri setler i¢in 1IEKS’nin, en
basarili sonucu veren kiigiik k parametreli k-EKS’den bile daha basarili olabilecegini
gostermektedir.

5. SONUC

k-EKS siniflandiricisinda her bir test noktasi i¢in sabit bir kK parametresinin gapraz
gecerleme islemi boyunca kullanildigi ve bu durumun genel siniflandirma basarisini diisiirdiigi
calismamizda anlatilmigtir. Calismamizda genel siniflandirma basarisini artirmak amaciyla her
bir 6rnek igin en uygun ve farkli k degerlerinin kullanilmasi {izerine bir yontem Onerilmistir.
Kiimele yonteminden yararlanilarak yapilan siniflandirma isleminde daha yiiksek dogruluk
oranlart edilmistir. Yapilan istatistiksel analizlerde tizerinde ¢alisilan karma siniflandirma
sisteminin yalin K-EKS smiflandiricisina gore daha basarili oldugu tespit edildi. Ayrica
tizerinde ¢aligilan yontem, k-EKS’de oldugu gibi kullanici tarafindan atanan tek bir parametre
ile ¢alismaktadir. Diger bir taraftan iizerinde ¢alistigimiz yontemde zaman karmasikligi bir
miktar armis oldu.
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