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Oz

Sitma, diinyanin birgok bdlgesinde yaygin olarak goriilen enfekte sivrisineklerin 1siriklari yoluyla insanlara
bulasan parazitlerin neden oldugu hayati tehdit eden bir hastaliktir. Plasmodium adli kan paraziti bu
hastaligina sebep olmaktadir. Sitmanin erken teshisi ve tedavisi, Ozellikle hastaligin yaygm oldugu
gelismekte olan iilkelerde, hastalilk ve Oliim oranlarinin azaltilmasi agisindan ¢ok onemlidir. Sitma
teshisinde kullanilan klasik yontem, uzmanlar tarafindan kirmizi kan hiicrelerinin mikroskop yardimiyla
incelenmesiyle tespitidir. Bu yontem, sadece uzmanin bilgi ve deneyimine dayandigi i¢in verimsizdir.
Gliniimiizde hastaligin yiiksek oranda dogru bir sekilde tespiti i¢in makine 6grenmesi yontemleri
kullanilmaktadir. Bu ¢aligmada, hiicreyi parazitli veya parazitsiz olarak tespit i¢cin Evrigimli Sinir Ag1
(ESA) mimarisi onerilmistir. Onerilen ESA mimarisine ek olarak VGG-19, InceptionResNetV2,
DenseNet121 ve EfficientNetB3 gibi dnceden egitilmis ESA mimarilerinin performanslari ile 6nerdigimiz
modelin performansi karsilastirilmigtir. Onerdigimiz ESA mimarisinde National Institute of Health (NIH)
tarafindan yaymlanan Sitma Veri Kiimesi kullanilarak deneyler gerceklestirilmistir. Mimarimiz %98,9
dogruluk ile ¢alismaktadir. Calismanin sonuglari, Plasmodium igeren hiicre goriintiilerinin dogrulugunu
artirmada etkili oldugunu gostermektedir.

Anahtar Kelimeler: Sitma, ESA, Onceden egitilmis model, Hastalik tespiti

Detection of Malaria with Convolutional Neural Network (CNN) Architectures
Using Cell Images

Abstract

This article highlights that malaria is widespread worldwide through infected mosquitoes transmitted to
humans and is caused by the blood parasite Plasmodium. Early diagnosis and treatment of malaria plays an
important role in reducing morbidity and mortality, especially in developing countries. The traditional
method of diagnosing malaria involves examining red blood cells under a microscope, but this method can
be inefficient as it relies on expert knowledge. A highlight of the paper is the use of machine learning
methods in malaria diagnosis. In particular, a Convolutional Neural Network (CNN) architecture is
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proposed to detect parasitized and non-parasitized cells. Furthermore, the performance of this proposed
model is compared with pre-trained CNN architectures such as VGG-19, InceptionResNetV2,
DenseNetl121 and EfficientNetB3. In the experiments, the Malaria Dataset published by the National
Institute of Health (NIH) was used and the proposed CNN architecture achieved 98.9% accuracy. These
results show that the proposed model is effective in accurately recognizing cell images containing
Plasmodium. This study highlights the potential of Al-based methods in the field of malaria diagnosis.

Keywords: Malaria, CNN, Pre-trained model, Disease detection

1. GIRiS

Dogu Sitma, diinya capinda hala saglik sistemlerini
tehdit eden ve dzellikle gelismekte olan iilkelerde
milyonlarca insani etkileyen bir hastaliktir. Hastalik
enfekte olmus sivrisineklerin 1sirmast yoluyla
bulasan Plasmodium parazitlerden
kaynaklanmaktadir. Plasmodium'un en az 150 tiirii
bilinmesine ragmen bunlardan yalnizca birkaci
insanlari enfekte edebilir. Plasmodium
parazitlerinin neden oldugu bu hastalik, zamaninda
tedavi edilmezse ¢ocuklar basta olmak tizere bir¢cok
insanin Gliimiine neden olabilmektedir [1-3]. Tim
sitma vakalarmin yaklasik %95'i ve sitmaya bagh
oliimlerin %96'i Diinya Saglik Orgiitii’niin (DSO)
2021 yilt verilerine gore Afrika Bolgesi'nde
meydana gelmektedir. Sitmadan en ¢ok etkilenenler
ise bes yasimn altindaki ¢ocuklardir. Sitmanin tanisi
ve tedavisi, hastaligin yayilmasini kontrol etmek ve
insan hayatin1 kurtarmak icin hayati 6neme sahiptir
[1.4].

Geleneksel sitma tani yontemleri, mikroskopik
inceleme ve laboratuvar testleri gibi emek yogun ve
maliyetli siiregleri igermektedir. Sitma hastaliginin
klinik belirtileri genellikle belirsizdir, bu nedenle
hastaligin ciddiyetini anlamak ve Onlemek icin
erken tani testleri ve tedavi dnem arz etmektedir.
Sitma tedavisindeki zorluklar, uzmanlik eksikligi
ve sinirli sayida aragtirmact bilim insaninin
bulunmasi gibi faktorlere dayanmaktadir [5,6].
Sitma hastaliginin erken teshisi, hastaligin neden
oldugu oliimleri kontrol etmek adina kritik bir
Ooneme sahiptir. Bu baglamda, bilgisayar destekli
sistemler, yapay zeka, acgik kaynakli araglar ve
teknikler, sitmanin tespiti ve degerlendirmesi icin
uzmanlar arasinda 6nemli bir yardimei arag haline
gelmistir.  Bu ilerlemeler, sitma hastaligiyla
miicadelede daha etkili ve erisilebilir ¢dziimlerin
gelistirilmesine katk1 saglayabilir. [7]. Ozellikle son
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yillarda Derin Ogrenme (DL) ve Makine Ogrenme
(ML) teknikleri, sitma tanisi alaninda biiyiik bir
potansiyel sunmaktadir. Bu teknolojiler, biiyiik veri
kiimelerini isleme, karmasik desenleri tanima ve
hizli bir sekilde tan1 koyma yetenekleri sayesinde
sitma tanisi icin biiyiikk imkan saglamaktadirlar
[8,9]. Tespit ve teshis araglar1 doktorlara degerli bir
ikinci goriis sunmakta ve tarama siirecinde onlara
yardimer olmaktadir [10]. Tibbi goriintiilemede
Bilgisayar Destekli Tespit (CAD) ve teshis, son on
yilda biiyiik ilgi gbren bir arastirma alani olmustur.
Bu sistemler, bilyiik veri kiimesinde Plasmodium
parazitlerini tanimak amaciyla egitildikleri igin
insan hatalarmi en aza indirebilirler ve sonuglari
daha hizli bir sekilde tiretebilirler [11].

Patologlar, teshis siiresini azaltan otomatik bir
teshis yonteminden ikinci bir goriis alabilirler. T1ibbi
veriler makine 6grenimi yontemleri kullanilarak
analiz edilebilir. ML yontemleri, sitma semptomlar1
acisindan niifusu izlemek i¢in kullanilabilir. Bir
katmanlama sistemindeki dogrusal olmayan islem
birimi seviyelerini igeren DL modelleri, ham
verilerdeki ~ yapilari  ortaya ¢ikarmak  igin
kullanilabilir. Ogrenme s6z konusu oldugunda,
dinamik ve dogrusal olmayan karar verme siiregleri,
diisiik seviyeli bilesenlerden sofistike 6zelliklerin
kullanilmasini gerektirir [12].

Tibbi goriintiileme alaninda CAD igin literatiirde
cesitli Yapay Zeka (AI) yontemleri Onerilmistir.
Yapay Zeka atilimlari, 6rnekleri insan goziinden
daha hizli ve dogru bir sekilde analiz etmeyi
miimkiin kilmistir. ML ve DL teknikleri tibbi
goriintl  kategorizasyonunda  yaygin  olarak
kullanilmaktadir. Tibbi cihazlar DL ydntemlerini
benimsemeye baslamistir [13,14]. Kan
hiicrelerindeki ~ sitma  parazitleri  mikroskop
goriintiileri ve benzer DL yontemleri kullanilarak
tespit edilmektedir. Bu goriintiiler tipik olarak ince
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veya kalin kan yaymalarinin goriintii grafikleri
kullanilarak olusturulur. Sonug olarak, kirmizi kan
hiicrelerinin yogun tabakasi nedeniyle genis
noktalarin parazitlerle istila edilme olasiligi daha
yiiksektir. Bu nedenle, kalin yayma teknikleri kan
hiicrelerindeki sitma parazitlerini daha dogru bir
sekilde tespit edebilir. Cok ince olduklart igin
yaymalarda ince bir kan tabakasi goriilebilir.
Doktorlar bu yontemleri genellikle sitmanin g¢esitli
evrelerini ayirt etmek igin kullanirlar. Her iki
yontem de yaymalarin kalitesine ve kanseri dogru
bir sekilde teshis etmek i¢in insan becerisinin
seviyesine dayanir. Ancak DL tabanli algoritmalar,
hem ince hem de kalin yaymalarmn sitmayi
tanimlamak igin verimli bir sekilde
kullanilabilecegini gostermistir [15,16]. CNN'in her
katmani igin bir goriintilye belirli bir aktivasyon
fonksiyonu uygulanir. Bir goriintiiniin lekeler,
kenarlar ve renkler gibi temel 6zellikleri CNN'in ilk
katmanindan ¢ikarilir ve derin i¢ katmanlar
tarafindan lst diizey 6zelliklere doniistiiriiliir [17].
DL modellerini klinik karar verme siirecine dahil
etmek i¢in diinya ¢apinda birgok arastirma projesi
sunulmugtur. Son yillarda, DL algoritmalarinin
saglik sektoriinde uygulanmasinda bir genisleme
olmustur. Sitma teshisi i¢in CNN kullanan ilk
calismalardan biri Liang ve arkadaslaria aittir [18].
Ince kan yayma gériintii hiicrelerini elde etmek igin
geleneksel optik mikroskop lamlar1 kullanilmus,
ardindan benzersiz bir CNN modeli kullanilarak
smiflandirilmistir.  Daha "geleneksel" transfer
modellerinden daha iyi performans gdstermislerdir
(%97,37 dogruluk). Quan ve digerleri tarafindan
gelistirilen CNN tabanli model, yogun ve artik
aglardan gelen ilkeleri ve dikkati yonlendirme
mekanizmalarini igermektedir. Onerilen yontem bir
Dikkatli Yogun Dairesel Ag (ACDN) idi. Sonuglar
onceki caligmalarla karsilastirilmistir.
DenseNet121 ve DPN92 swrasiyla %90,94 ve
%87,88 sonug verirken, bu algoritma %97,47'lik
iistiin bir performans elde etmistir. Hassasiyet ve
yakinsama ACDN modelinin gii¢lii noktalaridir
[19]. Rajaraman ve arkadaslari, siniflandirma i¢in
ozellik c¢ikarici olarak onceden egitilmis CNN
tabanli DL  algoritmalarmi  kullanmslardir.
Algoritmalar ne kadar iyi ¢alistiklarini gérmek igin
test edilmistir. Alt1 farkli mimariye kadar bu
modeller temel alinmis ve 6zel modeller olarak
kullanilmustir. Kesinlik %91 ila %95 arasinda dogru
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¢iktl. ResNet ve VGGI16 rakiplerinden daha iyi
performans gosterdi. Zaten egitilmis olan CNN'leri
kullanmanin 6zellikleri kesfetmek ic¢in harika bir
yol olduguna inaniyorlar [20].

Mikroskobik  goriintiiler ~ kullanilarak  farkh
smiflardaki  sitma  parazitlerinin  tespiti  ve
smiflandirilmast  igin  yapay zeka tabanh
yaklagimlar iizerine incelemeler yapilmistir [21].
Tasarlanan ViT modeli ile %93,97 dogrulama
dogrulugu ve %90,03 test dogrulugu ile iyi
performans elde edilmistir. Performansin daha iyi
degerlendirilmesi icin farkli derin 6grenme aglari
ile karsilastirllmistir  [22].  Derin  §grenme
kullanilarak sitma hastaliginin tespiti ve analizi i¢in
derin Ogrenmeli evrisimli sinir aglart modeli
kullanilarak  %95,23 dogruluk oranma sahip
sonuglar elde edilmistir. Bu modelde rastgele
secilen16 goriintiiden 15'inin dogru tahmin edildigi
ifade edilmistir [23]. Nesne algilama modelleri
kullanilarak = sitmanin  siniflandirilmasi  iizerine
yapilan bir ¢aligmada o6l¢eklendirilmis YOLOv4
%83'liik dogruluk oraniyla ilk sirada yer alirken,
onu %78,5'lik dogruluk oraniyla YOLOVS takip
etmistir [24]. Derin 6grenme algoritmalarina dayal
sitma paraziti tespiti (CNNs) teknigi iizerine
calismalar yapilmustir [25].

Bu calisma, gelencksel sitma tani ydntemlerinin
Otesine gecerek, derin 6grenme ve makine dgrenme
model mimarilerinin performansini
degerlendirmeyi amaglamaktadir. Bu teknolojilerin
klinik uygulamalarda nasil kullanilabilecegi ve
sitma  tanisinin  dogrulugunu  artirabilecegi
konusunda derinlemesine bir inceleme
sunulmugtur. Veri setinin egitilmesi sonucunda
aldigimiz sonuglar dogrultusunda  hiicre
goriintlisiiniin  tahminini yapan bir uygulama
gelistirilmistir. Sonug olarak, sitma tanist alaninda
onemli bir doniisiimiin baglangicini isaret edebilir
ve hastaligin erken teshis edilmesi ve kontrol altina
almmasma biiylik katkilar saglayabilir. Bu
makalenin amaci, giris goriintiilerinden gercek
zamanl sitma tespitinde etkili ve dogru bir sekilde
yararli olabilecek evrigimli sinir agi (CNN) gibi
derin 6grenme mimarisinin nasil kullanilabilecegini
gostermek ve bir yazilim uygulamasi ile uzmanlara
teshis konusunda yardimc1 olmaktir.
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Caligmanin diger boliimleri su sekilde organize
edilmigtir: Boliim 2’de g¢alismaya konu olan veri
seti ve kullanilan yontemler verilmistir. B6lim 3°de
ise elde edilen deneysel sonuglar sunulmustur.
Boliim 4’de ise sonug ifadelerine yer verilmistir.
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2. YONTEM

Bu arastirmada, 2 sinifa ayrilan sitma hastaligiin
smiflandirilmasi igin evrisimsel sinir aglarina dayali
bir model 6nerilmistir. Onerilen modelin blok
semast Sekil 1'de gosterilmistir.
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Blood Cell Dataset Pre-Processing Training Process Classification Process
Sekil 1. Onerilen sistemin blok diyagrami
Onerilen  yontemin  dogrulanmasi  amaciyla %80 ve her bir sinifa ait test ornekleri icin %20
kullanilan ~ goriintiiller, ~ Amerika  Birlesik  olmak iizere rastgele boliinmiistiir. Ayrica (rastgele

Devletlerinde Ulusal Saglik Enstitiileri (NIH)
tarafindan saglanan acik erisimli bir veri
kiimesinden temin edilmistir. Bu veri kiimesi,
toplamda 27.558 hiicre goriintiisii icermekte olup,
parazitli ve parazitsiz hiicrelerin esit drneklerini
icermektedir [13]. Tiim gorseller, Mahidol-Oxford
Tropikal Tip Arastirma Birimi'nde bir uzman
tarafindan agiklanmistir. Veri kiimesini egitim igin

Sekil 1. Onerilen sistemin blok diyagrami

secilen) egitim veri kiimesini egitim ve dogrulama
amagclar igin sirasiyla %90 ve %20'luk gruplara
ayirilmistir. Cizelge 1'de egitim, dogrulama ve test
icin her bir smifa ait goriintilerin dagilim
gosterilmektedir. Veri setinden rastgele alinmig
parazitli hiicre 6rnekleri Sekil 2°de parazitsiz hiicre
ornek gortintiileri Sekil 3’de verilmistir.

Dataset type Number of parasitised sample Number of unarasitised sample Total
Training Data 8818 8818 17636
Validation Data 2205 2205 4410
Test Data 2756 2756 5512
Total Data 27558
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Sekil 3. Parazitsiz hiicre 6rnekleri

2.1. Evrisimsel Sinir Aglan

Evrisimli Sinir Aglari (CNN), bilgisayarli goriis ve
desen tanima alanlarinda kullanilan derin 6grenme
modellerinden biridir. Temelde, gorsel veriler
tizerinde etkili bir sekilde calisabilen 6zel bir sinir
ag1 mimarisidir. CNN'ler, bir goriintiiyii kiiciik,
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ortigen bolgelere bolen ve bu bolgelerdeki
ozellikleri 6grenen bir dizi evrisim katmanindan
olugur. Bu ozellikler, girdi goriintiilerdeki belirli
desenleri temsil eder. Evrisim ve havuzlama
katmanlari, oOzellik haritalarin1  olusturur ve
boyutunu azaltir. Bu sayede, ag, 6grenme siirecinde
daha az parametre kullanarak daha karmasik
ozellikleri 6grenebilir. CNN'ler genellikle nesne
tanima, yiiz tanima ve diger gorsel gorevlerde
basariyla kullanilir. Sekil 4’te evrigimli sinir ag1
mimarisi verilmistir.

ANN
1.

Sekil 4. Evrigimli Sinir Ag1 Mimarisi

2.1.1. VGGI19

Visual Geometry Group (VGG) tarafindan
gelistirilen VGG19, derin dgrenme alanidaki
evrigimli sinir ag1 (CNN) modelleri arasinda 6nemli
bir konuma sahiptir. Bu model, 2014 yilinda
diizenlenen ImageNet Large Scale Visual
Recognition Challenge'da etkileyici bir performans
sergileyerek genis ¢apta taninmistir.

VGG19, toplamda 19 katmandan olusan derin bir
mimariye sahiptir. Mimarinin temel o6zellikleri,
ardisik evrigim katmanlart ve ardindan gelen
havuzlama katmanlarindan olusan tekrarlanan bir
yapidir. Ozellikle 3x3 filtre boyutlarina sahip
evrisim katmanlari, kiiglik boyutlu filtrelerin ardisik
kullanimi sayesinde daha karmagik &zellikleri
O0grenme yetenegini artirir. VGG19 modeli, tam
baglantili katmanlarla sonlanan bir yapiya sahiptir
ki bu katmanlar, 6grenilen 6zellikleri siniflandirma
gorevlerinde kullanir. Ayrica, VGG19'da genellikle
ReLU aktivasyon fonksiyonlar: tercih edilmistir.
Bu model, derin 6grenme toplulugunda baslangigta
kullanilan ve referans alinan modellerden biri
olmustur. Ancak, biiyilk parametre sayis1 ve
hesaplama yogunlugu nedeniyle giiniimiizde daha
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hafif ve dlgeklenebilir modellerin popiilerligi artmis
olsa da, VGGI19 derin 6grenme mimarilerinin

| z2ax224ax64

evriminde kritik bir rol oynamistir [26]. Sekil 5’te
VGG19 mimarisinin gorseli verilmistir.

28X28X512 i
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L ///
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Filter = 64
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convzD1 1

conv2Dl_2 conv2D2_2

conv2D3_3
conv2D3_4

Sekil 5. VGG19 mimarisi

VGG19, toplamda 19 katmandan olusan derin bir
mimariye sahiptir. Mimarinin temel o6zellikleri,
ardisik evrigim katmanlart ve ardindan gelen
havuzlama katmanlarindan olusan tekrarlanan bir
yapidir. Ozellikle 3x3 filtre boyutlarina sahip
evrisim katmanlari, kiiglik boyutlu filtrelerin ardigik
kullanimi sayesinde daha karmagik &zellikleri
Ogrenme yetenegini artirir. VGG19 modeli, tam
baglantili katmanlarla sonlanan bir yapiya sahiptir
ki bu katmanlar, 6grenilen 6zellikleri siniflandirma
gorevlerinde kullanir. Ayrica, VGG19'da genellikle
ReLU aktivasyon fonksiyonlari tercih edilmistir.
Bu model, derin 6grenme toplulugunda baglangicta
kullanilan ve referans alinan modellerden biri
olmustur. Ancak, bilyilk parametre sayis1 ve
hesaplama yogunlugu nedeniyle giiniimiizde daha
hafif ve dl¢eklenebilir modellerin popiilerligi artmis
olsa da, VGGI9 derin 6grenme mimarilerinin
evriminde kritik bir rol oynamistir [26]. Sekil 5°te
VGG19 mimarisinin gorseli verilmistir.

2.1.2. InceptionResNetV2

InceptionResNetV2, bilgisayarli goriis ve derin
o0grenme alaninda kullanilan gelismis bir sinir ag1
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modelidir. Google tarafindan gelistirilen bu mimari,
Inception ve ResNet mimarilerini basariyla
birlestirerek daha etkili ve derin &grenme
yetenekleri sunar. Inception, ¢ok ¢esitli paralel
evrisim yapilarini igeren bir mimariye sahiptir, bu
da farkli 6lgeklerdeki ozellikleri daha etkili bir
sekilde c¢ikarabilmesini saglar. ResNet, agmn
derinligini artirmak ve egitim sirasinda kaybolan
bilgiyi geri iletmek amaciyla residual bloklar
kullanir. InceptionResNetV2, bu iki yaklagimi
birlestirir ve hem yatay hem de dikey olarak zengin
bir baglant1 ag1 kurar. Ayrica, toplu normalizasyon,
ReLU aktivasyon fonksiyonlar1 gibi tekniklerle
agin  egitimini daha stabil hale getirir.
InceptionResNetV2, ImageNet veri kiimesinde ve
diger  gorevlerde  olaganiisti  performans
sergileyerek, karmasik gorsel tamima ve
simiflandirma  gorevlerinde etkili bir sekilde
kullanilabilecek  bir model olarak  kabul
edilmektedir. Bu model, 6zellikle derin 6grenme
toplulugunda, biiylik ve g¢esitli veri setlerinde
basarili sonuglar elde etmek amaciyla tercih
edilmektedir [27]. Sekil 6’da InceptionResNetV2
mimarisi sunulmustur.
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Sekil 6. InceptionResNetV2 mimarisi

2.1.3 DenseNet121

DenseNetl121, yogun bloklarin kullanildigi ve
bilgisayarl1 goriis alanindaki derin O6grenme
gorevlerinde etkili bir performans sergileyen bir
sinir ag1 modelidir. Bu model, yogun baglantilar ile

One c¢ikan bir mimariye sahiptir, yani her katman
onceki katmanlarla direkt olarak baglantilidir. Bu
baglantilar, agin 6grenme kapasitesini artirir ve agin
daha etkili bir sekilde bilgi paylagsmasia olanak
tanir. DenseNetl21, toplamda 121 katmandan
olusan bir derin ag yapisina sahiptir. Yogun

First date
3D deep feature

20%

Second date
3D deep feature

baglantilarin yani sira, her yogun blok iginde
evrisim katmanlar1 ve havuzlama katmanlart gibi
temel bilesenler de bulunmaktadir. Bu, agin giristen
¢ikisa kadar siirekli ve yogun bir bilgi akigini saglar.
Model, ImageNet veri kiimesi iizerinde yapilan
smiflandirma gorevlerinde ve diger cesitli gorsel
tanima  gorevlerinde  basarili  bir  sekilde
kullanilmistir. DenseNet121, bilgisayarli goriis
alaninda derin O0grenme modellerinin
gelistirilmesinde  6nemli bir ilerleme olarak
degerlendirilmekte ve yogun baglantilarin getirdigi
avantajlartyla 6ne c¢ikmaktadir [19]. Bu mimari
Sekil 7°de sunulmustur.

etkili  ve

? Dense Dense Dense Dense
.E g b1 Block 1 i Block 1 z Block 3 ? Block 4 g
] =] _— b=l ) e | et | —=
S NIl 2 : : a8
LY @xﬁ '-' @xlz B @xﬂ w @xlﬁ 4
A ¥
[
p RN AR
AR f I EE R
Sekil 7. DenseNet121 mimarisine ait gorsel
2.1.4. EfficientNetB3 gibi faktorleri dengeli bir sekilde optimize eden bir
Olgekleme  stratejisi  kullanarak
EfficientNetB3, derin  O0grenme  alamindaki  §lgeklenebilir modeller sunmay1 amaglamaktadir.

bilgisayarli goriis gorevleri igin tasarlanmis yiiksek
performansli bir sinir ag1 modelidir. EfficientNet
serisi, 0zellikle model boyutu, derinlik ve genislik
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EfficientNetB3, bu stratejiyi izleyen ve onceki
EfficientNet modellerinden daha biiyiik bir boyuta
sahip olan bir versiyondur.
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Sekil 8. EfficientNetB3 mimarisi

Model, evrisim katmanlari, mobil 6grenme bloklar1
ve genisleyen bloklar gibi 6zel bilesenleri icerir. Bu,
agin daha fazla 6grenme kapasitesi kazanmasini ve
gorsel ozellikleri daha etkili bir sekilde ¢ikarmasini
saglar. EfficientNetB3, ImageNet veri kiimesinde
ve diger gorsel tanima gorevlerinde yiiksek
dogruluk oranlari elde etmistir. Bu model, derin
6grenme modellerinin biiyiikliik ve performans
dengesini optimize etme cabalarinda O6nemli bir
adim  olarak  kabul  edilmektedir  [28].
EfficientNetB3 mimarisi Sekil 8’de verilmistir.

2.1.5 Onerilen Model

Veri 6n isleme, 6zellik ¢ikarma ve siniflandirma,
Onerilen yontemin ii¢ agsamasidir. Bu adimlar Sekil
6'da sematik olarak gosterilmistir. Veri 6n isleme,
goriintii  kalitesini iyilestirmek igin etkili bir
stratejidir. Goriintiiler, kamera agist ve mikroskop
konumu da dahil olmak {izere g¢esitli giiriilti
kaynaklar1 tarafindan kirletilebilir. Goriintiiler,
goriintii gliriiltiisiini azaltmak igin ¢esitli yontemler
kullanilarak temizlenmistir. Sitmanin tespiti igin
enfekte ve enfekte olmayan goriintiileri verimli bir
sekilde siniflandirmak i¢in Onerdigimiz CNN
modeli kullanilmistir. ilk olarak, 50 x 50 x 3
boyutlu girig goriintiilerini islemek igin 2x2 filtre
boyutlarina sahip 4 konvoliisyonel katmani,
ardindan 2x2 boyutunda 4 maksimum havuzlama
katmani1 kullanilmigtir. Aktivasyon fonksiyonu
olarak ReLU tercih edilmistir. Son olarak veriyi
diizlestirmek i¢in 1 flatten katmani, 2 Dropout ve 2
Dense katmani kullanilmistir. Cikig katmani igin
Sigmoid aktivasyon fonksiyonu uygulanmistir.
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Onerilen yénteme dair detayl bilgiler, Sekil 9’da
actkca sunulmustur. Sekil 9’un incelenmesi
sonucunda, toplam parametre sayisinin 620.441
oldugu  goriilmektedir. Bu  parametrelerin
tamaminin bagariyla egitildigi belirtilmistir. Ayrica,

Onerilen modelin sematik gdsterimi, Keras
Visualization 06zelligi kullanilarak Sekil 10'da
gorsellestirilmistir.  Onerilen  ydntemin  blok

diyagrami ise Sekil 11'de detayli bir sekilde
sunulmustur.

Model: "sequential”

Layer (type) Output Shape Param #
Tcomad (Com20) (one, 50, 50, 16) 08
max_pooling2d (MaxPooling2D (None, 25, 25, 16) 2]

)]

conv2d_1 (Conv2D) (None, 25, 25, 32) 2a88
max_pooling2d_1 (MaxPooling (None, 12, 12, 32) a

2D)

convad_2 (Conv2D) (None, 12, 12, &4) 8256
max_pooling2d_2 (MaxPooling (None, 6, 6, 64) 2]

2D)

conv2d_3 (Conv2D) {MNone, &, 6, 128) 32896
max_pooling2d_3 (MaxPooling (None, 3, 3, 128) a

2D)

flatten (Flatten) (None, 1152) @
dropout (Dropout) {None, 1152) a
dense (Dense) (None, 500) 576500
dropout_1 (Dropout) (None, 5@@) 2]
dense_1 (Dense) {None, 1) sel

Total params: 620,441
Trainable params: 62@,441
Non-trainable params: @

Sekil 9. Onerilen yontemin detaylari
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I conv2d_input [ input: [ [{(None, 50, 50, 3)] |

| conv2d_input I input: I [{(None, 50, 50, 3)] |

I InputLayer l output: l [{None, 50, 50, 3)] ]

| InputLayer I output: I [{None, 50, 50, 3)] |

I convZd | input: [ (None, 50, 50, 3) |
I ConvZD [ output: [ (Nene, 50, 50, 16) ]

(None, 50, 50, 3) |
(None, 50, 50, 16) |

| conv2d I input:
[ Conv2D | output:

| max_pooling2d I input: I (None, 50, 50, 16) |

[ max_pooling2d | input: [ (None, 50, 50, 16) |

| MaxPooling2D | output: | (None, 25, 25, 16) |

I MaxPooling2D | output: | (None, 25, 25, 16) I

[[convzd_1 [ input: [ (None, 25, 25, 16) |
I ConvZD I output: I (None, 25, 25, 32) |

[ convzd_1 | input: [ (Nene, 25, 25, 16) |
| Conmv2D | output: | (None, 25, 25, 32) |

[ max_poaling2d_1 | input: [ (None, 25, 25, 32) |

[ max_pooling2d_1 | input: [ (None, 25, 25, 32) |

| MaxPooling2D | output: | (None, 12, 12, 32) |

| MaxPooling2D | output: | (None, 12, 12, 32) |

(None, 12, 12. 32) |
(None, 12, 12, 64) |

I conv2d_2 I input:
I ConvZD Ioulput:

[[conv2d_2 | input: [ (None, 12,12, 32) |
| ConvaD | output: | (None, 12,12, 64) |

| max_pooling2d_2 ] input: ] (None, 12, 12, 64) I

[ max_pooling2d_2 | input: | (None, 12, 12, 64)]

| MaxPooling2D | output: | (None, 6, 6, 64) |

[ MaxPooling2D [ output: ] (MNone, 6, 6, 64) ]

[[convzd 3| input: [ (None, 6, 6, 64) |
| Conv2ZD | output: | (None, 6, 6, 128) I

I conv2d_3 [ input: [ (None, 6, 6, 64) ]
| ConvzD | eutput: | (Nene, 6, 6, 128) |

I max_pooling2d_3 I input: I (None, 6, 6, 128) ]

| max_pooling2d_3 ] input: ] (None, 6, 6, 128) |

I MaxPooling2D I output: I (None, 3, 3, 128) |

| MaxPooling2D | output: | (Nene, 3, 3, 128) |

Y

(Nene, 3, 3, 128) |
(None, 1152) |

| ﬂattsn] input:

| Flatten | output:

Y
| dropout I input: I (None, 1152) I
[ Dropout I output: I (None, 1152) I

] dense | input: | (Mone, 1152) ]
] Dense ] output: ] (None, 500) ]

| dropout_1 I input: I (Mone, 500) |
[ Dropout I output: I (None, 500) |

| dense_1 ] input: ] (Mone, 500) I

| Dense |output:| (None, 1) I

Sekil 10. Onerdigimiz modelin sematik gdsterimi

Input Image

and Model

L

| [ Parasitised uuamm-d
-—

i

Output

Sekil 11. Onerdigimiz modelin blok diyagrami
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(None, 3, 3, 128) |
(None, 1152) ]

l flatten I input:

l Flatten I output:

I dropout ] input: ] (None, 1152) l
I Dropout ] output: ] (None, 1152) I

| dense | input: | (Mone, 1152) |
l Dense l output: l (None, 500) ]

I drapout_1 ] input: ] (None, 500) I
I Dropout ] output: ] (None, 500) I

l dense_1 | input: | (None, 500) |
[ Dense | output: | (Mone, 1) |

Smiflandirma  performansint  degerlendirmek
amaciyla onerilen yontem, karigiklik matrisi ve bu
matristen tiiretilen cesitli siiflandirma
degerlendirme  Olgiitlerini  kullanmaktadir. Bu
Olgiitler arasinda dogruluk (accuracy), kesinlik
(precision), duyarlilik (recall) ve F1 skoru (F1-
score) bulunmaktadir. Karigiklik matrisi, Gergek
Pozitif (True Positive-TP), Gergek Negatif (True
Negative-TN), Yanlis Negatif (False Negative-FN)
ve Yanlis Pozitif (False Positive-FP) degerlerini

icermektedir. Calismada, TP, siniflandiricinin
belirli bir parazitli hiicre smifin1 dogru bir sekilde
tahmin ettigi durumu ifade ederken, TN,
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siiflandiricinin bir hiicre goriintiisiiniin belirli bir
parazitli hiicre smifina ait olmadigim1 dogru bir
sekilde teshis etti§i durumu yansitmaktadir. FP,
siniflandiricinin negatif bir 6rnegi yanlis bir sekilde
pozitif olarak tahmin ettigi durumu ifade ederken,
FN, simiflandiricinin pozitif bir 6rnegi yanlis bir
sekilde negatif olarak tahmin ettigi durumu ifade
etmektedir. Sekil 12, karigiklik matrisini gorsel
olarak temsil etmektedir.

Actual Values

Positive(1) Negative(0)

[

g Positive(1) TP FP

3

°

&

S

3

I:t Negative(0) FN TN
Sekil 12. Confusion matrix
Her hiicre tiirine goére dogru bir sekilde

siniflandirilan test 6rneklerinin sayisinin, toplam
test Ornekleri sayisina orani accuracy olarak
adlandirilir ve Esitlik (1)’deki gibi hesaplanir.

A ~ TP +TN
ey = b Y FP+ FN + TN

(D

Her hiicre tiirii i¢in dogru bir sekilde siniflandirilan
pozitif 6rneklerin, gergek pozitif 6rneklerin sayisina
orani recall olarak adlandirilir ve Esitlik (2)’deki
formiille hesaplanir.

TP
- 2
Recall TPTFN 2)

Her bir hiicre tiirii tarafindan dogru bir sekilde
siiflandirilan pozitif 6rneklerin sayisi ile pozitif
olarak smiflandirilan toplam o&rneklerin sayisi,
precision (kesinlik) tarafindan belirlenir ve
Esitlik (3)’deki formiille hesaplanir.

TP
Precision TP T FP 3)

Fl-skoru, kesinlik ve duyarlilik oranlarinin
harmonik ortalamasini ifade eder. F1-skoru, 0 ile 1
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arasinda bir deger alir; her bir hiicre smiflandirma
modelinin daha iyi performansi, daha yiiksek bir
F1-skoruna karsilik gelir ve Esitlik (4)’teki formiille
hesaplanir.

F1 kor = 2 Precision x Recall @)
SKor = 2x Precision + Recall

3. ARASTIRMA BULGULARI

Bu boliimde onceki boliimde sunulan materyaller
ve metotlar kullanilarak elde edilen sonuglar
sunulmustur. Calisma, insan kirmizi kan hiicresi
goriintiilerinin  Plasmodium paraziti tarafindan
parazitlenmis veya parazitlenmemis olarak
smiflandirilmasint  igeriyor. Kan  hiicresinin
parazitlenmis ya da parazitlenmemis oldugunu
tespit etmek igin CNN mimarileri kullanilmistir. Bu
calismada onceden egitilmis CNN mimarilerinden
VGG-19, InceptionResNetV2, DenseNetl21,
EfficientNetB3 ve onerdigimiz CNN modeli ile
deneyler gergeklestirilmistir. Yapilan deneyler
sonucunda her bir model i¢in Confusion matrisleri
verilmistir.

Confusion Matrix

True label

Parasitised

Unparasitised Parasitised

Predicted label
Sekil 13. DenseNet121 Confusion Matrix

Confusion Matrix

Unparasitised

True label

Parasitised

Unparasitised Parasitised

Predicted label

Sekil 14. EfficientNetB3 Confusion Matrix
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Confusion Matrix

True label
) itised

Parasitised

Unparasitised

Predicted |1l])l.'ll

Parasit ised

Sekil 15. InceptionResNetV2 Confusion Matrix

Confusion Matrix

Unparasitised

True label

Parasitised

Unparasitised Parasitised

Predicted label

Sekil 16. VGG19 Confusion Matrix

Cizelge 2. Model sonuglarinin karsilagtirilmasi

Yildirim OZUPAK

Confusion Matrix

True label
Unparasitised

Parasitised

Unparasitised

Parasitised

Predicted label
Sekil 17. Proposed Model Confusion Matrix

Onerilen  goriintii  smiflandirma  ydnteminin
performansi, dogruluk, kesinlik, duyarlilik ve F1-
skor acisindan Onceden egitilmis CNN tabanl
yontemlerle karsilastirilmistir, Cizelge 2'de bu
karsilastirma sunulmustur. Modellerin confusion
matrisine dayali olarak elde edilen dogruluk,
kesinlik, duyarlilik ve Fl-skor degerleri Cizelge
2'de detayl1 bir sekilde belirtilmistir.

. Dogruluk Kesinlik Geri ¢cagirma o
Yontem %) (%) %) F-Score (%) | Parametre sayisi
VGG19 96,28 96,79 95,73 96,26 26.449.730
InceptionResNetV2 89,76 82,38 96,65 88,95 15.241.025
DenseNet121 96,23 94,31 98,0 96,12 7.304.514
EfficientNetB3 97,23 97,70 97,33 97,20 11.183.665
Proposed Model 98,9 97,98 98,9 98,9 620.441
Tiim yontemlerde her bir hiicre tiirli i¢in hesaplanan ~ ve {istiin  siniflandirma  sonuglariyla  dikkat
degerlendirme Olgiitlerinin  ortalama degerleri  ¢ekmektedir. Diger derin O6grenme tabanl

alinarak karsilastirmalar  yapilmistir.  Onerilen
yontem, %98,9 dogruluk, %97,98 kesinlik, %98,77
duyarlilik ve %98,9 Fl-skor degeri ile en iistiin
siniflandirma  performansimi  sergilemektedir.
Onerilen yonteme en yakin sonuglar %9723
dogruluk, %97,70 kesinlik, %97,33 duyarlilik ve
%97,20 Fl-skoru ile EfficientNetB3 modelinden
elde edilmistir. Veri seti i¢in en diisiik performans
%89,76 dogruluk, %82,38 kesinlik, %96,65
duyarlilik ve %88,95 F1-skoru ile
InceptionResNetV2 modelinden kaydedilmistir.
Cizelge 2’deki tim veriler géz Oniine alindiginda,
Onerilen yontem diisiik egitilebilir parametre sayisi

C.U. Miih. Fak. Dergisi, 39(1), Mart 2024

yontemlerle karsilastirildiginda, Onerilen yontem
yalnizca daha iyi bir smiflandirma dogrulugu
saglamakla kalmayip ayni zamanda daha iyi bir
hesaplama  verimliligi  sunmaktadir. Egitim-
dogrulama dogrulugu, Sekil 18'de, ve egitim-
dogrulama kaybi 50 epoch i¢in Sekil 19'da
grafiklestirilmistir. Epoch degeri arttikga, egitim ve
dogrulama  setlerindeki  dogruluk  degerleri
artmaktadir. Ayni zamanda, egitim ve dogrulama
kayip egrileri, epoch degeri arttikca diisiis
gostermektedir. Sekil 20'de, rastgele secilen bir
hiicrenin parazitli veya parazitsiz olma tahminini
gosteren bir ekran goriintiisii yer almaktadir.
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Model Accuracy

—— Train
validation

o 10 20 30 40 50
Epoch

Sekil 18. Training-validation accuracy curve

Predicted: parasite
True: parasite

Predicted: parasite
True: parasite

Predicted: parasite
True: parasite

Predicted: unparasite
True: unparasite

Predicted: parasite
True: parasite

Model Loss

1.2 1 —— Train
—— \validation

1.0 4

0.8

0.2 1

0.0 4

Epoch

Sekil 19. Training-validation loss curve verilmistir.

Predicted: unparasite
True: unparasite

Predicted: parasite
True: parasite

Predicted: unparasite
True: unparasite

Predicted: parasite
True: parasite

Predicted: parasite
True: parasite

Sekil 20. Rastgele segilmis hiicrelerin parazit durumunun tahmin edilmesi

4. SONUCLAR

Bu arastirmada, sitma hiicrelerinin siniflandirilmasi
icin farkli derin &grenme tabanli smiflandirma
yontemlerinin  performanslart  karsilastirilmigtir.
Onerilen CNN modeli, VGG-19,
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InceptionResNetV2, DenseNet121 ve
EfficientNetB3 gibi 6nceden egitilmis mimarilerle
kiyaslanmistir. CNN tabanli mimarilerin sitma
hiicre goriintiilerini parazitli ve parazitsiz olarak
smiflandirmak i¢cin  etkili sonuglar verdigi
gozlemlenmistir. Bu ¢alismanin performansini
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degerlendirmek igin literatiirde siklikla kullanilan,
Ulusal Saglik Enstitiileri tarafindan agik erisim izni
olan bir veri seti kullanilmistir. Bulgular, onerilen
modelin kabul edilebilir bir giiven diizeyinde dogru
ve hizli bir tespit saglayabildigi sonucuna varmistir.
Performans degerleri, Cizelge 2’den anlasilacagi
lizere, Onerilen CNN modelinin en iyi siniflandirma
sonuclarint  elde ettigini gostermektedir. Bu
sonuglar, Onerilen yontemin sitma teshisi igin
yiiksek verimlilikle dogru sonuglar verdigi ve klinik
uygulamalarda uzmanlar igin alternatif bir yontem
olarak kullanilabilecegi diislincesini
desteklemektedir. En iyi performans gosteren
model, daha basit ve daha hizli sitma tespitini
kolaylastirmak amaciyla masaiistii tabanli bir
uygulama gelistirmek igin kullanilmigtir. Bu
calismadan elde edilen sonuglarin, tedavinin
giivenilirligini artirma ve tibbi uzmanlik eksikligini
¢ozme konularinda fayda saglayabilecegine
inanilmaktadir.
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